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MULTINOMIAL DIRECTION FORECAST WITH MACHINE LEARNING
ALGORITHMS; BIST100 EXAMPLE

ABSTRACT

In this study, a study was conducted to predict the direction of medium-term stocks. In
the course of this study, Pegasus shares from the transportation sector and Isbank stock
data from the banking sector, which are included in the BIST100 stock exchange, were
used.Using two separate data sets for these two companies in the BIST100 index, the
results were compared with each other. These data were compared with two different
machine learning algorithms. The models used in the study are artificial neural network
and long short-term memory (LSTM) model. The data were obtained from the data base
of the JUL Program. For the data covering the last five years, a decomposition was
performed in order to make the results more meaningful. The analysis of the data sets
was carried out primarily on the Excel platform, and then using the Matlab platform,
using the formulas written, by training the data. In the study, machine learning
algorithms were used to make directional estimation of stocks based on the closing
prices of the data. For Pegasus and Isbank stocks, data were trained using the LSTM
model, which is an artificial neural network (ANN) and recurrent neural network
(RNN) architecture. The parameters used in the models were changed and the data were
continuously trained. The data were continuously trained until a significant result was
obtained in the parameters used in the models. At the end of the trained data, long-term
short-term memory (LSTM) models and Pegasus and Isbank stocks were compared

with each other using the artificial neural network model.

Keywords: BIST100, Machine Learning Algorithms, Artificial Neural Networks,

Recurrent Neural Network, LSTM, Matlab, Closing Price, Directional Prediction.



MAKINE OGRENMESI ALGORITMALARI ILE COK TERIMLI HISSE SENEDI
YONLU TAHMINI; BiST100 ORNEGI

OZET

Bu calismada orta vadeli hisse senetlerinin yonlii tahmini i¢in c¢alisma
yapilmistir. Bu ¢galismay1 yaparken, BIST100 borsasi iginde yer alan, ulasim
sektoriinden Pegasus hisse senedi ile bankacilik sektoriinden s Bankas1 hisse senedi
verileri kullanilmistir. BIST100 endeksindeki bu iki sirket icin iki ayr1 veri seti
kullanilarak, ¢ikan sonuglar birbiri ile karsilastirilmustir. Bu veriler iki farkli makine
ogrenmesi algoritmasi ile karsilastirilmistir. Calismada kullanilan modeller, yapay sinir
ag1 ve uzun kisa siireli bellek (LSTM) modelidir. Veriler ideal Programimin veri
tabanindan temin edilmistir. Son bes yil1 kapsayan veriler i¢in, sonug¢larin daha anlaml
¢ikmasi adma ayristirma yapilmistir. Veri setlerinin analizi, Oncelikli olarak Excel
platformunda, sonrasinda ise Matlab platformu kullanilarak, yazilan formiiller
Uzerinden, veriler egitilerek yapilmistir. Calisma, Verilerin kapanig fiyatlar1 {izerinden
hisse senetlerinin yonlii tahminini yapabilmek i¢in, makine 6grenmesi algoritmalari
kullanilmistir. Pegasus ve Is Bankasi hisse senedi icin, yapay sinir ag1 (YSA) ve
tekrarlayan sinir agr (RNN) mimarisi olan LSTM modeli kullanilarak veriler
egitilmistir. Modellerde kullanilan parametreler degistirilerek, veriler siirekli olarak
egitilmistir. Modellerde kullanilan parametrelerde anlamli sonug ¢iktis1 alinana dek,
veriler siirekli olarak egitilmistir. Egitilen veriler sonucunda, yapay sinir ag1 modeli ile
uzun kisa siireli bellek (LSTM) modeli ve hisse senetleri ¢iktilar1 birbiri ile

kiyaslanmistir.

Anahtar Sozcukler: BIST100, Makine Ogrenmesi Algoritmalari, Yapay Sinir Aglari,
Tekrarlayan Sinir Ag1, LSTM, Matlab, Kapanis Fiyati, Yonli Tahmin.
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1.GIRIS

Bilimin ve teknolojinin her gecen giin gelistigi diinyada, finans piyasast da
gelisen teknoloji ile agiga ¢ikan ihtiyaglar dogrultusunda uyum saglamaktadir. Finansal
modellerin yapilan ¢alismalarda daha dogru sonug¢ vermesi igin teknolojinin sundugu
calismalar vazgecilmez olmustur. Her gelisen teknoloji ile birlikte finans sektorii de
kendi payina diiseni almaktadir. Finans piyasalar1 arasinda riski en fazla olan borsalar
da teknoloji ile birlikte her gecen giin gelismektedir. Davranigsal finans yoniiyle de ele
alindiginda, hisse senedi getirilerinin tahmin edebilirligi olduk¢a Onemlidir. Yasanan
teknolojik gelismeler, Borsa Istanbul’u da etkilemis olup, 2013 yilinda tek bir cati
altinda toplamis ve islem hizin1 arttirmistir. Borsa piyasasi, islem goren menkul
kiymetler arasinda en riskli ve en yiiksek getiriye sahip olan yatirim aracidir. Borsada
yer alan varliklarin analizlerini yapabilmek, dogru tahminlerde bulunabilmek
yatirimeilar i¢in ¢ok 6nemli bir yere sahiptir.

Yapilan arastirmalarda, hisse senetleri fiyat tahmininin hicbir zaman
ongoriilemeyecegini, yiliksek getiri elde etmenin de miimkiin olamayacagi kanilarina
rastlanmistir. Bunlardan bir tanesi; tinlii finans yazari Fama French’in Etkin Piyasalar
Hipotezine gore hisse senedi fiyatlar1 bir dnceki fiyat hareketlerinden bagimsizdir. Bu
hipoteze gore piyasalar1 ongormek miimkiin degildir. Etkin piyasalar hipotezine gore
piyasada yiiksek getiri elde etmek de miimkiin olamayacaktir (Nevalsami, 2020).

Su an ise gelisen makine 6grenmesi yontemleri ile yon tahmini sanildiginin aksine gok
zor degildir. Hisse senedi getirileri tahmin edilirken, sadece makine 6grenmesi de degil,
kullanilan  yontemler, kullanilan modeller, kullanilan degiskenler, verilerin
kullanilabilirligi, sektorlerin ayristirilmasi gibi parametreler yapilan ¢alismalara dahil
edilmesi ongoriileri miimkiin kilmaktadir. Hisse senedi fiyatlarinin ve egiliminin tahmin
edildigini, yaptiklar1 ¢alismalarda gordiiklerini One siiriilmiistiir. Hisse senedi
getirilerinin tahmin edilebilirlii sorunu, finans sektoriinde en c¢ok arastirilip, ¢alisma

yapilan alandir. (Ozgalic1, 2016 )

Kiiresellesen Diinya’da ekonomik, sosyolojik, politik etmenlerin neden oldugu

piyasalar, yiiksek oynaklik gosterebilmektedir. Bu durum, bilhassa Tiirkiye igin



kacinilmaz bir sorundur. Bu gibi durumlar yatirimcilara karli firsatlar sunar.
Yatirimcilar volatilitenin, belirsizligin ve riskin yiiksek oldugu kosullar altinda, ytiksek
getirili hisse senedini secerek varlik degerlerini tahmin edebilmek istemektedir. Hisse
senedi getirilerini tahmin etmek, risklerden kazang elde etmek tiim yatirimcilarin ana
hedefidir. Hisse senedi tahmin edilebilirliginin dogru sonu¢ vermesi de, makine
o6grenmesi yontemlerinin gelisimini 6nemli kilmaktadir. Hisse senetleri en riskli yatirim
araglar1 arasinda yer aldigindan 6tiirii, yon tahmini yapmak, trendi yakalayabilmek zor
bir stiregtir. Finansal piyasalardaki tiim yatirimcilar, hisse senedine yatirim yaparken
hangi varliga yatirim yapilmali hususunda karar vermede ciddi sorun yasarlar.

Bu c¢alismada, Tirkiye igin literatlir taramasi yapildiginda, makine O6grenmesi igin
yapilan calismalarin kisith sayida oldugu sonucuna varilmistir. Yaptigimiz calisma ile
literatiirdeki bu eksigi kapatmak oncelikli hedefimiz. Yapay zek&nin alt bilimi olan
makine O6grenmesi algoritmalar1 ile hisse senedi yon tahmini icin ¢dzim Uretmek
Turkiye literatirii i¢in 6nemli olacaktir (Sahin, 2018).

Politik, ekonomik, sosyolojik dalgalanmalar Tiirkiye Borsasindaki yerli ve yabanci
yatirimeilar i¢in yiiksek risk tasiyan bir izlenim vermektedir. Riski yiiksek olan piyasa
pozitif veya negatif etkiyi de yatirimciya hissettirir. Yiiksek risklerin olusu bazi
yatirimcilar icin firsat kapis1 agmaktadir. Bu risklerin iy1 bir tahmin yontemi ile analiz
edip, kazanca cevirmek literatirde yapilan ¢aligmalara bakildiginda ¢ok zor olmadigi
yonundedir.

Getiriler risk orani ile dogrusal ¢alisan bir parametredir. Getirisi yiiksek olan bir
varhigin, riski de yiiksektir. PortfOydeki yatirim araci gesitligi ve hisse senedi sayist,
portfoy riskini azalttigi, portfoy riski ile varlik sayisinin artisinin dogrusal olmadigi
ortadadir (Sahin, 2018). Harry Markowitz yaptigi calismalarda portfdy riskinin,
varliklarin risklerinin agirlikli toplami degil de portfOy riskinin iyi bir sepet olusturma
ile yani cesitlilikle azaltilabilecegini 6ne siirmiistiir. One siirdiigii bu calisma igin de
varliklar arasindaki Korelasyon katsaymi kullanarak ispat etmistir (Yildirnm & Eren,
2020).

Varlik getirilerinin yon tahmini i¢in en dogru sonucu yakalayabilmek ve riskleri
azaltmak i¢in yillardan beri caligmalar yapilmaktadir. Literatiirde yonli tahmin
Ongoriisii adina olumlu sonuglar elde edilmistir. Giinliikk hisse senedi getirilerinin

genellikle tahmin edilebilir olmadig1 kabul edilir. Literatlrde yapilan g¢alismalarda



piyasa hipotezi veya tiiketime dayali varlik fiyatlandirma modelleri ve Ampirik
uygulamalarla giinlik hisse senedi getirilerinin iyi bir sekilde sonuglandigini ileri
siirmiis olsalar da giinliik getirin yonii bir yere kadar tahmin edilebilir oldugunu
yaptiklar1 ¢alisma ile gormiislerdir. Bu dogrulta yapilan arastirmalara gore kisa vadede
varlik fiyatlarinin tahmin edilmesinin olduk¢a zor oldugunu séyleyen Eugene Fama i¢in
Nobel odiilii ile sonuglanmistir (Becker & Leschinski, 2018).

Yapay zekanin ve makine 6grenimin bu denli gelistigi bir diinyada, riski azaltmak ve
belli bir model ¢er¢evesinde analiz yapmak artik ¢ok 6nemli hale gelmistir.

TCMB’nin gostergeleri Tiirkiye borsasi i¢in ¢ok Onemlidir. Hisse senetlerinin yonlii
tahmini yapilirken bir diger 6nemli hususta makroekonomik gostergelerdir. Bu
gostergeler tlim diinyay1 etkileyen, politik, ekonomik, sosyolojik durumlar1 kapsayan
degiskenlerdir. Bu degiskenler, hisse senetlerini pozitif veya negatif eksene ¢ekmede
onemli etkendir. Siyasi ve sosyolojik durumlar, bilhassa siyasi durumlarda énemli bir
sapma oldugunda piyasa miidahalesini beklemek dogaldir. Bu siiregte piyasa
gbzlemlenir ve ne olabilecegi ge¢miste yasanan benzer durumlara bakilarak yon
tahmini yapilabilir. Yonli tahmin edilebilirlik, yatirim yaparken tercih edilen 6nemli bir
adimdir. I¢ faiz oram1 yabancidan yiiksek, yurt ici enflasyon orani ise yabancidan
diisiikse bu durum yerel paranin deger kazanmasi anlamina gelir. Bu gibi durumlar
piyasalar1 yonlii tahmin edebilir oldugumuzu gosterir. Bundan dolay:1 degiskenler para
politikalarinda 6nemli yere sahiptir ve dogru analiz edilmelidir (Chung & Hong, 2007).
Tiirkiye Borsasimi etkileyen makroekonomik degiskenler olan, reel GSYH, reel faiz
orani, reel doviz kuru, enflasyon, issizlik orani, emtia fiyatlari, degiskenlerinin hisse
senetleri Uizerindeki etkisi oldukca 6nemlidir. Bu ¢alismada ana degiskenimiz BIST100
verileridir. Diger degiskenler ise bagimsiz degiskenler olarak kabul edilir. Hisse
senetleri i¢cin fiyat tahmini yapilirken ¢alismalar iki grupta toplanabilir. ilk grup
makroekonomik verilerin girdi olarak ¢alismaya dahil edilmesidir. (Ozgalici, 2016.)
Makine 6grenimi, yapay zekanimn alt bilim dalidir. Makine 6grenimi, biiyiik veriler
tizerinden ¢iktilar alarak ve matematiksel islemler yaparak tahminlerde bulunan
sistemlerin, bilgisayarlarla modellenmesidir. Makine 6grenimi birden fazla model ve
algoritmadan olusmaktadir. Makine 6grenimi genel olarak {i¢ gruba ayrilir; Denetimli

(Supervised), Denetimsiz (Unsupervised), Takviyeli (Reinforcement). Bu c¢alismada



yapay sinir ag1 (YSA) modeli ve tekrarlayan sinir agi (RNN) algoritmasi olan LSTM
algoritmasi ile analiz yapilip, hisse senedi yonlii tahmin edilebilirligi kiyaslanacaktir.
Yapay sinir ag1 (YSA) yontemi, literatiirde en az hata ile ne iyi sonucu veren bir
modeldir. Hisse senedi 0zellikleri belirlenip, aktif bir portfoy yaratmak i¢in kullanilan
veriler, bu oOzelliklere uygun bir sekilde kiimelenir. Olusturulan kiimede, benzer
yakinliga sahip hisse senetleri bir arada bulunabilir. Benzer yakinliktaki hisse
senetlerinin  kiimelenmesi, aktif Portfdy olusturulmasi igin gerekli bir husustur.
Kiimelemenin en onemli katkilar1 hisse senedi piyasalarinda varlik tahsisi ve risk
yonetimidir (Ozgalict, 2016).

Makine Ogrenmesi igerisinde yer alan derin 6grenme, dogrusal olmayan klasik
yontemlerden farklidir. Derin 6grenmede, her katman kendinden 6nceki katmandaki
ciktiy1 girdi olarak almaktadir. Derin 6grenme mimarilerinden olan tekrarlayan sinir ag1
(RNN), baglantilar arasindaki dongiiyli olusturan yapay sinir aginin alt kiimesinde yer
alan bir mimaridir. Ileri beslemeli YSA’lara gére RNN’ler, giris hafizasindaki giris
verilerini rastgele dizilerini isleyebilmektedir. Tekrarlayan sinir aginda, sirali bilgileri
kullanmak 6ncelikli diisiincedir (Seker, Diri, Balik, 2017).

Finansal verilerin gelecekteki tarihsel verilerini tahmin edebilmek oldukga 6nemli ve
bir o kadar da zorlu bir slrectir. Finansal verileri etkileyen faktorler, mevsimsellik,
ekonomik gostergeler, sistematik olmayan politik olaylar gelecekteki verileri tahmin
etmede pozitif ya da negatif etkendir. Kisa vadede tahmin edilebilirlik daha kolay olsa
da uzun vadeli tahminlerde dogrusal olan ydntemlerde dogru sonu¢ verme olasiligi
diismektedir. Uzun vadeli tahminler i¢cin makine 6grenimi mimarileri uygulanmaktadir.
Makine 6grenmesi modellerinden derin 6grenme, zaman serilerinde kullanilan dogrusal
olmayan yontemlerdendir. Derin 6grenme mimarisi olan tekrarlayan sinir ag1 (RNN),
zaman serisi verilerinde ve analizlerinde oldukg¢a basarili mimari olarak bilinmektedir.
RNN, girdi verilerini hatirlatan mimaridir. Derin 68renme yontemleri, verileri
beslemeye dayali 6grenme yontemleridir. RNN’nin bir tiirii olan LSTM aglar1 ise uzun
girdi ve ¢iktilar1 modellemek i¢in gelistirilmistir. LSTM mimarisi, ge¢mis verilerden
Ogrenip, hatirlatan bir modellemedir. Gegmis verilerden 6grenen model, gelecekteki
verileri de insa etmektedir.

Tekrarlayan sinir aglarinin (RNN), yapay sinir agindan ayirt eden en onemli 6zelligi,

gecici hafizaya sahip olmasidir. Yapay sinir ag1 modeli, bir hafizaya sahip degildir.



Gegici de olsa hafizaya sahip olan RNN, zaman serisi ile birlikte gelecege yonelik
ongorulerde bulunabilmektedir.

Kiimeleme analizi yapilirken, birbirine benzeyen hisse senetleri ayni grupta yer alir. Bu
da gosteriyor ki hisse senedi se¢cmekte zaman harcamak yerine kiimelerdeki en iyi
performansi gosteren hisse senetlerinden aktif bir portfoy olusturulabilir.

Yapilan calismalarda S&P 500 borsa endeksinin giinlilk hisse senedi getirilerini,
birbirinden farkli makine &grenimi modelleri kullanilarak yeni birgok terimli
smiflandirma yaklasimi sunmaktadir. Bu arastirmada hisse senedi fiyat tahmin etmek
degil de, ¢ok terimli siniflandirma yaklasimini kullanarak hisse senedi yonlii tahmini
yapabilmektir. Yonlii tahmin denildigi zaman, getirilerin dnceden belirlenmis bazi hisse
senetlerinden daha yliksek olup olmadiginin tahmin edilmesine dayanan bir esik
degeridir. Hisse senetlerini farkli modeller kullanarak varliklarin getirilerini yonli
tahmin etmektedir. Yaptig1 ¢alismadaki temel amag farkli makine kullanim modelleri
kullanilarak, S&P500 endeksini giinlik hisse senedi getirilerini ¢ok terimli
siiflandirma yaklasimi ile yonlii tahmin edebilmektir (Nevalsami, 2020).

Biz de bu c¢alismada literatirde yapilan calismalara karsilik farkli makine 6grenim
yontemleri kullanarak ve giinliikk hisse senedine karsilik olarak da sadece kapanis
verileri siniflandirma yaparak, karsilagtirmamizi yapacagiz.

Hisse senedi tahminlerinde kullanilan degiskenlerin boyutu, alt kiimelerin de boyutunu
artirmaktadir. Belirli bir kiimedeki degisken adedini ve se¢cmek istedigimiz degisken
adedi parametrelerini kullanarak, degisken alt kiime sayisin1 basit bir kombinasyon
formiilii ile asagidaki gibi hesaplayabiliriz.

(n/r)=nr!(n-r)!

n bu formiilde degisken kiimesindeki degisken adedi, r de kag¢ adet degisken se¢imini
oldugunu ifade eder ( Ozcalic1, 2016).

Cok terimli smiflandirma yaklasiminda iki durum s6z konusudur. Bunlardan biri
giiriiltii, diger bir durum ise sinyal olarak karsimiza ¢ikar. Mutlak kiiclik getiriler
giiriiltii, mutlak biiytik getiriler ise sinyal olarak sunulur. Giiriiltiiniin bir kisminin izole
edilmesi, mutlak biyuk getirileri tahmin etmenin Gnemini artirir.

Cok terimli yaklagim, yiiksek mutlak hisse senedi getirilerini tahmin etmeye daha fazla
vurgu yapar. Burada yapilan bir diger kiyaslama da ikili yanit degiskeni olan giiriiltii ve

sinyal degiskenleridir. Bu arastirmada c¢ok terimli yanit degiskenleri, doniis serisinin alt



ve st c¢eyreklerini temel almis. Farkli makine O6grenim yoOntemleri arasindaki
karsilastirmay1 basitlestirenin de dengeli siniflar olusturma oldugu sonucuna varilmisg
(Nevalsami, 2020).

Makine 6grenmesi yontemleri hem siniflandirma dogrulugu agisindan hem de iiretme
yetenegi acisindan karsilastirilmasi agisindan 6nemlidir. Bu sekilde gercek hayattaki
ticaretin simiilasyonunda ekonomik kér da gozlenebilir (Ozgalic1, 2016).

Bu calismada uzun vadede yatirimci ¢ekmek i¢in ve tabana yayilan bir borsa yaratmak
i¢in ilk adim olarak uygulamamizda BIST100 verilerini icerisinde yer alan ulasim ve
bankacilik sektorii bazinda, ¢ok terimli siniflandirma yontemlerini kullanarak anlaml
artma, anlamli diisgme nedir sorusuna cevap aramak, borsa piyasasinin yonlii tahmin
edilebilirligini incelemek olacaktir.

Literatlirde, yonlii tahmin edilebilirligin daha biiyiik getiriler igin daha giiglii oldugu ve
yonlii tahminde farkli faiz oranlarmmin yararli bir degisken oldugu vurgulanmistir
(Chung & Hong, 2007). Dinamik bir diisiis ve yiikselis tahmini ya da siniflandirilmasi
yakalamak temel amacimiz. Yatirimeilarin yiikselis ve diisiis i¢in 6rnegin; %3 ‘liik bir
diisiis ya da %35’lik bir artig gibi birbiri ile simetrik olmayan, diisiisleri ve yiikselisleri
yakalayabilmek. Bu c¢alismay1 yaparken de son bes yillik BIST100 verilerinin kapanis
seviyeleri temel alinarak smiflandirma yapilacak. Kullanilan verilerin %70’ini egitim
verisi i¢in kullanip, %30’unu da test i¢in kullanacagiz.Bu ¢aligmada yapay sinir ag1
modeli ile uzun kisa vadeli bellek (LSTM) algoritmasi ile analiz yapilip, hisse senedi
yonlu tahmin edilebilirligi kiyaslanacaktir.Gerekli olmayan degiskenlerin veri setinden
c¢ikarilmasi, modelin daha hizli islem yapmasini saglayacaktir. Degisken se¢iminin ii¢
amaci vardir. Degiskenlerin tahmin performansinin gili¢lendirilmesi, daha islevsel
tahmincileri ayirt edebilmek, bir iiclincilisii de veri setlerindeki siiregleri anlayabilmek
(Ozgalic, 2016).

Verilerin temiz olmasi, yapilan analizlerin daha anlasilir ve sonuglarin daha net
olmasima neden olmaktadir. Farkli veri kaynagi kombinasyonlarini ele alarak ve ¢ok
kaynakli pazar hassasiyeti, hisse senedi getirileri lizerinde dogrusal olmayan etki
yaratir. Cok kaynakli kombinasyon karisik frekansli oldugundan dogrusal olmasi
beklenemez. Literatirdeki g¢aligmalarin tiimiinde de oldugu gibi karigik frekansh

verilerde dogrusal olmayan modellemeyi diisiinmek en 6nemli noktalardan biridir.



Para politikalarinin bir arac1 da miidahaledir. Para politikalari, gelecege sinyal vermek
icin fiilen midahale edilebilir (Chung & Hong, 2007).

Doviz kuru da borsa analizi i¢in bir degisken oldugu i¢in tiim bu degiskenler birbirleri
ile orantili caligmaktadir. Bu yiizden degiskenlerin etkilendigi nicelikler hisse
senetlerini de etkilemektedir.

Veri setleri ig¢in kiimeleme ve siniflandirma analizleri yapilmasi, belli bir siiregten
gecmelidir. Bu silireg verilerin temizlenmesi, O6n islemeye alinmasi, tahminler ve
simiilasyon sonuglarinin analizi ile sona erer. Verilerdeki mevsimsellik ve
donemselligin tespiti ve bu sekilde de modellerin tahmin dogrulugunu degistirebilir.

Bu ylzden verilerin homojen olmasi 6nemlidir. Bu ¢alismanin i¢iincii adimda ise
makine O6grenimi yontemlerini kullanarak ve bu yontemleri birbiri ile kiyaslayip,
verilerin getirilerindeki artis ya da azalis yiizdesini yonlii tahmin edebilmektir.

Ampirik analizde makine dgrenmesi algoritmalart se¢cimi ve tahmin donemi ayrilarak

analiz yapilacaktir.



2. COK TERIMLi MAKINE OGRENMESI ALGORITMALARLI,
METODOLOJI ve LITERATUR TARAMASI

Ogrenme, kisinin hayati boyunca davranislarinda meydana gelen degisimlerdir.
Makineleri de insan sistemine benzetirsek, her an gelisen, degisen, sisteme ayak
uyduran sistemlerdir. Makine 6grenimi, 1959°da Amerikan Bilgisayar Bilimcisi Arthur
Samuel tarafindan olusturulan bir terim olup, verilere dayal1 algoritmalar gelistiren bir
yapay zeka alt tipidir. Makine 6grenmesi, verilerin yorumlanmasini amaglar. Sistemleri
ve verileri birbirinden ayirabilir ve siniflandirabilir. Makine 6grenimi, karmasik olan
yapty1r anlama, verilere dayali karar verme, siniflandirma ve yorumlama giiciine
sahiptir. Makine O6grenmesi, verilerin ¢iktilarindan dogru tahminler yapabilmemizi
saglayan algoritmalaridir (Ebru Caglayan, 2018). Makine 6grenmesi metotlari, gecmis
verileri analiz edip, ¢ikt1 verilerini tahmin edebilmek i¢in uygun olan modeli bulmaya

calisir. Makine 6grenmesi algoritmalari 2.1. baslig1 altinda detaylandirilmistir.

2.1. Makine Ogrenmesi Metotlari

Biiytik verilerin anlamli ve islenebilir duruma gelebilmesi i¢in makine dgrenmesi
algoritmalarin1 kullaniriz. Makine 6grenmesi algoritmalari, verilerin analiz edilmesini
ve ¢iktilardan anlamli tahmin ¢ikarilmasini saglarlar. Makine 6grenmesi algoritmalarin
en onemli noktasi, siniflandirma ve tahmin edilebilirliktir. Algoritmalarin her biri,
direktif kimesi olarak kabul edilebilir. Bunun sebebi ise, her makinenin belirli bir
hedefi gergeklestirmek icin izleyebilecegi farkli adimlarinin olmasindan kaynaklidir.
Veri seti ve belirli bir algoritma ile kurulmus olan modelin, en iyi sonucu vermesi
beklenmektedir. Her algoritma yapisi ile ortaya ¢ikan modeller birbirinden farklidir.
Bunun sebeplerinden bir tanesi de her algoritmanin ¢calisma mantiginin farkli olmasidir.
Bundan sebep, birbirinden farkli makine 6grenmesi metotlar1 gelistirilmistir. Bu
metotlar; denetimli, denetimsiz ve pekistirmeli 6grenme(takviyeli)olmak {izere {i¢ gruba

ayrilmistir.



2.1.1. Denetimli Ogrenme

Girdiler ve ¢iktilar arasindaki eslesmedir. Bu 6grenme yonteminde girdilerden
olusan veri seti ile veriler bilinen yanitlar1 alir. Daha sonra yeni veriler i¢in anlamli
tahminler olusturulmasi beklenir. Bu yontemle, makine girdi ve ¢iktilar arasindaki
iliskiyi Ogrenir. Denetimli 6grenme iki bashk altinda incelenir. Regresyon,
siniflandirma, tahmin algoritmasi. Regresyon algoritmasinda sonuglar siirekli olan bir
¢ikt1 icinde tahmil edilmeye ¢alisilir. Siiflandirma ise, sonuglar ayr1 ayri ¢iktilar olarak
tahmin edilmeye ¢aligilir. Siiflandirma modeli girdileri kategorilere ayirir. Tahmin ise,

gecmisteki ve su anki verilere bagh olarak gelecek ile ilgili ongdriler yapma surecidir.

2.1.2. Denetimsiz Ogrenme

Modelde gézetilmeye ihtiyag duyulmaz. Bu makine 6grenmesi tekniginde sadece
girdiler vardir. Veri setindeki veriler yorumlanir, ortak alan bulunur. Yorumlanan
veriler ve bulunan ortak nokta ile kiimeleme islemi yapilarak anlamli bir veri elde
edebilmektedir. Cikt1 olmadig1 i¢in tahmin sonuglarina dair bir geri bildirim s6z konu-
su degildir. Denetimsiz 6grenme yontemi olarak kimeleme ve boyut kiciltme
yontemi ele alinir. Kiimeleme yOntemi, benzer verilerin gruplandirilmasidir. Veriler
birka¢ gruba ayrilir ve durumlari bulmak i¢in de her kiimede analiz yapilir. Boyut

kiiciiltme ise, degisken sayisin1 azaltmaktir.

2.1.3. Takviyeli( Pekistirmeli) Ogrenme

Hedefe yonelik yapilmasi gerekeni 6grenen bir 6grenme modelidir. Agent adi
verilen 6grenen makine, karsilastigir her duruma bir tepki verir ve karsiliginda bir sonug
sinyali alir. Agent, sonu¢ puanmi en yiiksege cikartmak icin calisir. Pekistirmeli
ogrenmede, Markov karar siireci modeli kullanilmaktadir. Diger 6grenmelerden farki,
herhangi bir egitim verisi olmadan, kesin yontemlerin yetersiz oldugu zamanlarda

kullanilir.



2.2.Metodoloji

Bu tez calismasi, BIST100 borsasi igerisinde bulunan Pegasus hisse senedi ve Is
Bankasi hisse senedinin son bes yillik kapanis fiyatlari ile girdi seti olusturulmustur. Bu
veri seti, uzun kisa siireli bellek (LSTM) ve yapay sinir agt mimarisi ile egitilip, ¢ikan
sonuglar1 birbiri ile karsilastirilip, hisse senedi fiyatinin yonlii tahminini yapmaktadir.
Yapilan caligmada asagidaki sorularin cevabi aranmaktadir;

e Makine 6grenmesi metotlar1 arasinda en dogru ve anlamli tahmini yapan 6grenme

modeli hangisidir?

e YOn tahminini kapanis fiyati lizerinden analiz etmek anlamli bir sonug ¢ikarir mi?
Bu c¢aligmanin temel amac1 yukaridaki sorulara anlamli ve dogru cevaplar1 vermek icin
calismalar yapmaktir. Bu c¢alismada uygulanan makine Ogrenmesi algoritmalari,
BIST100 icerisinde yer alan Pegasus ve Is Bankasi hisse senetlerinin son bes yillik
kapanis verileri ile egitilecektir. 1 Ocak 2017 ile 31 Aralik 2019 arasindaki kapanis
fiyatlar1 temel alinmigtir. 1 Ocak 2020 ile 30 Nisan 2021 arasindaki veriler ise test
verisi olarak egitilmistir. Bu bolumde makine 6grenmesi metotlar1 detayli bir sekilde

agiklanmaktadir.

2.2.1. Yapay Sinir Aglan

Yapay sinir agi, insan beyninin bilgi isleme sisteminden yola ¢ikilarak
gelistirilmis yazilimlardir. Biyolojik sinir ag1, insan ya da hayvan sistemini olusturan
sistemdir. Sinir hiicreleri, aksiyon almamizi saglayan hiicrelerdir. Sinir sisteminin
calisma akis1 matematiksel bir modele doniistiiriiliip, insan gibi diisiinen bir model
yaratarak makine Ogrenmesi algoritmasi gelistirilmistir. Sinir hiicrelerinin gorevi,
disaridan gelen uyarilarla bilgileri toplamak ve bilgilerin iletilmesi saglamaktir.
Bilgilerin iletilmesi sonucunda refleks dedigimiz tepkiler olugsmaktadir. Refleksin, sinir
hiicresinin ana fonksiyonu olan néronlar, karar vermemizi saglayan birimlerdir.

Noronlar, gelen sinyalleri alir ve bu sinyallere gore eyleme gecer. Burada 6nemli olan
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nokta, sinir hiicrelerine birden fazla alandan bilgiler gelir. Bilgiler toplandiktan sonra,
karar asamasina gegilir. Karar sonucuna gore sinyal iletilir ya da iletilmez.

Yapay sinir aglari; girdi katmani, gizli katman, ¢ikti katmani, aktivasyon fonksiyonu,
toplam fonksiyonu ve agirlik ad1 verilen sayisal degerlerden meydana gelmektedir.
Yapay sinir aglari, girdi verileri toplayip isleyen ve sonucunda yeni veriler {ireten
matematiksel modelleme ile galisan yapay zeké isleme modelidir. Yapay sinir aglari,
girdi ve ¢iktilardan olusur. Cikt1 sayis1 kadar noron vardir ve bu akista modellenir.
Makine 6grenmesindeki sinir agina da girdi degiskenler gelir. Bu degiskenlere gore

noron dizilimi yapilir. Bu ndronlar ¢ikis seviyesini belirlerler.

Girdi Bias
degerleri b
X10 LN
3 Aktivasyon
Yerel Fonksiyonu
Noam.  Alan .
N [ \ v ﬂ_ Gikti
< Xy @ "W, "\ E ’ ) & J
. Wi =
% . ~~ Toplama
. B / fonksiyonu
\Xm © Wm

agirliklar

Sekil 2.2.1.a:Yapay Sinir Ag1 Modeli

Sekil.2.2.1.a’da oldugu gibi giris degerimiz ile ¢ikis degerimiz arasinda bir iletim yolu
vardir. Bu iletim yolu sinyali tastyip, cikis seviyesini belirler. Iletim yolundaki sinyal
bir direng degerine sahiptir.

Cikis seviyesini noron olarak diisiiniirsek;

Sekil.2.2.1.a’da bulunan A, B, C, D ndronlarinda toplanan giris degerleri bulunur.
Buradaki iletim yolu dedigimiz sinyal diren¢ degerleri yani agirlik 12 adettir. Giris
degerleri, agirliklarla ¢arpilip, toplami tek bir norona yani ¢ikt1 degerine esit olur.
Ornegin; Sekil 2.2.1.a’daki oldugu gibi;

X*WX1 +Y*WY1+Z*WZ1=A noéronunun toplam degeridir. Toplanan degerler bir
degerin iistiinde mi altinda mi1 diye bakilir. Adim fonksiyonu dedigimiz deger belirli bir
degerin iistlindeyse A, belirli bir degerin altinda ise O degerini alir. Verilen karar

neticesinde sinir hiicresi Uzerinden sinyal ile iletilir ya da iletilmez.
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Agirliklar Sekil 2.2.1.a’da oldugu gibi W olarak tanimlanirsa, X’ den ¢ikan 4 farkl
iletim yolu vardir. Her iletim yolundan ¢ikan agirlik farkli olabilir. Her X,Y,Z degeri
agirlikla ¢arpilir ve ¢ikti icerisinde toplanir.

X*WX1 +Y*WY1+Z*WZ1=A

A kimesinin igindeki toplam veri Sekil 2.2.1.a’deki formilde oldugu gibidir.

Sistem (Noron) lzerine gelen girdi degerlerini toplayip, c¢ikti degerini olusturur.
Sisteme giren veriler iletim yolu dedigimiz sinyal diren¢ degerleri yani agirliklar ile
carpilip toplanir. Sonugta da bir ¢ikti olusur. Bu giris fonksiyonu kisminin izledigi
yoldur.

Aktivasyon fonksiyonun da ise, belli bir degerin iistiinde ise sinyal iletilir ya da altinda
ise sinyal iletilmez siirecinin gerceklestigi kisimdir. Burada temel olan ndronlarin giris

degerlerine bakilip sinyal iletimini gergeklestirilir.

a a
A A
+1 +1
n n
-1
-1
v v

Sekil 2.2.1.b:Aktivasyon Fonksiyon Grafigi I  Sekil 2.2.1.c:Aktivasyon Fonksiyon Grafigi I1

y:k*x a=m*n y:a*x +b y:f(x) a:f(n)

0 ve 1 a’nin elemanlardir.

Lineer fonksiyondur. Alinan degere gére sonug dondurebilir.
n, aldig1 degere gore aktivasyon degeri dondiiriiliir.

12



Aktivasyon fonksiyon grafiklerine bakildiginda;

0 degerinin altindaki degerler i¢in -1, 0 degerinin iistiindeki degerler i¢in +1 degeri
alinir. Fonksiyonda a’nin degerleri n’ e baglidir. Girdi olarak gelen ve toplanan
degerler, negatif degere sahipse aktivasyon fonksiyonu -1, pozitif bir degere sahipse
aktivasyon fonksiyonu +1 degerine tekabiil eder.

Sekil 2.2.1.b‘de goriildiigl iizere her X giris degerleri agirliklarla garpilir ve carpilan
tim degerler toplanir. Bias adinda b degeri vardir. Agirliklara pozitif deger olarak
eklenmektedir. Bias dedigimiz b degeri, iki boyutlu diizlemde kaydirma islemini
gerceklestirmektedir.

Noronlar tizerindeki bagli olan sinyalleri, agirliklarla ¢arpip toplar ve sonrasinda ¢ikan
aktivasyon fonksiyonuna gore harekete gecer, sonucunda ise diger ndronlara bilgi
vermektedir.

Aktivasyon Fonksiyonu:

xlx
W —
X3 :2>< Net =YN . X; « W; >:;> Fix)=Y =Y
W%
X3

Sekil 2.2.1.d:Aktivasyon Fonksiyonu

Buraya kadar noronlarin yaptigi islemlerden bahsedildi. Noronlarin ardindan, ag
mimarileri gelmektedir.
Ug farkl1 ag mimarisi vardir;

i. Tek katmanl ileri besleme

ii. Cok katmanl ileri besleme

iii. Geri Besleme
Tek katmanli YSA, girislerin noronlara baglandigi, noronlar ile girisler arasinda bir
agirhgin oldugu, bu agirliklarin egitildigi modeldir. Giris katmaninda giris verileri
sisteme girer. Cikis katmaninda veriler okunur. Burada 6nemli olan yapay sinir ag1

modeli ile istenen ¢iktilarin egitilmesidir. Asagidaki formiille bunu hesaplayabiliriz.
Awi,j= a*[ogrenmei-cikisi | *giris;

Wi j=Wi j+ Awi,j
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Yapay sinir ag1 modeli egitilirken, iletim yolundaki diren¢ degerleri olan agirliklarin
degerleri degistirilir.

Asagidaki sekilde oldugu gibi iki girdi degiskenimiz olsun. X ve Y olarak.
-
Sekil 2.2.1.e Basit Yapay Sinir Ag1 Modeli

X*Wx+Y*Wy>Z ‘den biiyiikse 1,

X*Wx+Y*Wy<Z’den kiigiikse 0 ¢ikmaktadir.

Yapay sinir ag modeli egitilirken, hata degeri meydana ¢ikmaktadir. Hata degerine gore
agirlik degerleri degistirilir. Bu hata degeri delta formiilii ile bulunur. Cikan sonug ile
cikmas1 gereken sonug¢ arasindaki fark delta degerini yani hata degerini vermektedir.
Delta degeri kullanilarak sistem egitilmeye devam edilmektedir. Agirlik degerlerini de
degistirmek i¢in alfa degeri kullanilir. Alfa degeri 6grenme orani olarak tanimlanir.

Alfa degeri ile delta degeri toplanip yeni agirlik degerleri belirlenir ve sistem tekrardan
egitilir. Cikan sonuca gore de yapay sinir ag1 modeli dogru ya da hatali ¢alisabilir. Bu
modelde miihim olan hatay1 ortadan kaldirana kadar, agirliklarin degismesidir.

Cok katmanli YSA, gizli katmanlara sahip bir modeldir. Giris katmanlar, gizli

katmanlar ve ¢ikt1 katmanlarindan olugsmaktadir.
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Girdi Katmant ~ Gizli Katman

Cikt1 Katmani

T1
Sekil 2.2.1.f:Tek Katmanh YSA Modeli

T2 1

v

A

v

Sekil 2.2.1.g:T1 ve T2 Deger Grafigi

Giris degerlerinden sonra bir katman bulunmaktadir. Bu katman, gizli katmandir. Gizli
katman birden fazla olabilir. Sistemin girdi degiskenlerine gore degisir. Burada T1 Ve
T2 degerlerini belirlemek 6nemlidir.T1 ve T2 degerleri, agirlik carpimindan meydana
gelen toplam degerlerdir.

Sekil 2.2.1.g’de gorildigl iizere belli bir degerin altindakiler ve belli bir degerin
uistiindekilere 0 degeri atanir. T1 ve T2 arasindaki deger de 1 ¢ikmalidir. Gizli katman,
problemin ¢6ziimii i¢in 6nemlidir. Bir ¢alismada kag adet gizli katman kullanilabilecegi
konusunda ise literatirde herhangi bir bilgi bulunmamaktadir.

Ileri beslemeli yapay sinir aglarinda, giris katmanlarindaki degerler bir sonraki katman
olan gizli katmana verilirken agirlik degerinin carpimu ile giris verisi olarak simiile
edilmektedir. Girdi katmanlardan alinan bilgiler, hicbir sekilde degistirilmeden gizli
katmana verilir. Girdi katmani ile agirlik degerinin ¢arpimi, gizli katmandaki ndéron
icindeki degerden biiyiikse 1, degilse 0 degeri atanmaktadir.

Ileri beslemeli yapay sinir aglar1 dogrusal olmayan statik islemi gergeklestirir.

Geri beslemeli yapay sinir aglarinda ise geciktirme degiskeni mevcuttur. Bir ¢ikti
degiskeni kendinden sonraki katmana girdi olarak verilmez. Cikti, kendi katmaninda ya
da kendisinden once gelen katmana girdi olarak baglanir. Geri beslemeli yapay sinir
aglari, ileri beslemeli yapay sinir aglari gibi statik bir yapida degil, dinamik bir

yapidadir.
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2.2.2. Uzun Kisa Siireli Bellek (LSTM) Mimarisi

Uzun kisa siireli bellek (LSTM) olan derin 6grenme mimarisi, tekrarlayan sinir
agindan (RNN) esinlenerek gelistirilmistir. RNN, ard arda gelen bilgileri kullanan, gizli
katmandaki ¢ikt1 veriyi, yine gizli katmandaki giris veri olarak gonderen ve bu sekilde
kendi kendini ¢agiran bir derin 6grenme mimarisidir(Siizen, Kayaalp, 2018).
Tekrarlayan sinir ag1 mimarisinde kullanilan, énceki bilgiler mantigindan esinlenerek
gelistirilmis bir mimaridir. Tekrarlayan sinir ag1 (RNN), yapay sinir ag§ modelinde
artirlan katman sayisit ile ortaya c¢ikan mimaridir. Derin 6grenme mimarileri,
smiflandirma ve 0Ongorii islemleri yapabilmektedir. Finansal verilerin gelecekteki

tarihsel verilerini tahmin edebilmek oldukca 6nemli ve bir o kadar da zorlu bir stiregtir.

Finansal verileri etkileyen faktorler, mevsimsellik, ekonomik g0stergeler,
sistematik olmayan politik olaylar gelecekteki verileri tahmin etmede pozitif ya da
negatif etkendir. Kisa vadede tahmin edilebilirlik daha kolay olsa da uzun vadeli
tahminlerde dogrusal olan yontemlerde dogru sonug verme olasilig1 diigmektedir. Uzun
vadeli tahminler i¢in makine 6grenimi mimarileri uygulanmaktadir. Makine 6grenmesi
modellerinden derin 68renme, zaman serilerinde kullanilan dogrusal olmayan
yontemlerdendir. Derin 6grenme mimarisi olan tekrarlayan sinir ag1 (RNN), zaman
serisi verilerinde ve analizlerinde oldukg¢a basarili mimari olarak bilinmektedir. RNN,
girdi verilerini hatirlatan mimaridir. Derin 6grenme yontemleri, verileri beslemeye
dayali 6grenme yontemleridir. RNN’nin bir tiirii olan LSTM aglar1 ise uzun girdi ve
ciktilart modellemek i¢in gelistirilmistir. LSTM mimarisi, ge¢mis verilerden 6grenip,
hatirlatan bir modellemedir. Ge¢mis verilerden 68renen model, gelecekteki verileri de
insa etmektedir (Namini, Tavakoli, Namin, 2019). Sekil 2.2.2.a’da tekrarlayan sinir ag1
(RNN) modeli yer almaktadir. Bu modelde, x gizli katmani, h girdi katmanini, y ise
cikti katmanini ifade etmektedir. X gizli katmanindan ¢ikan deger, yine x gizli
katmanina girildigi goriilmektedir. Tekrarlayan sinir ag1 modeline gore, h’dan giren
y’den giren degerdir. Aradan gecen zaman, zamanla durumlarin degismesi, tekrarlt sinir
agiin tahmin edilebilir 6zelligini zorlastirmaktadir. Bu tarz sorunlardan dolayi tekrarli

sinir ag1 mimarisinin gelistirilmis mimarisi olan uzun kisa siireli bellek (LSTM)
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mimarisi, tahmin edilebilirlik acisindan daha dogru ve hizli sonuglar elde edildigi

gorulmektedir.

Tekrarlayan Ag

Giris Katmani Y
Gizli Katmanlar

Sekil 2.2.2.a:Tekrarlayan Sinir Aglar1 (RNN) Algoritmasi.

Uzun siireli bagimliliklar1 6grenen ve tekrarlayan sinir agi (RNN) tiriidiir. LSTM,
bellekten olugsmus bellek bloklart olarak da bilinmektedir. Tekrarlayan sinir ag1 (RNN)
ile uzun kisa siireli bellek (LSTM) mimarisin farki, tekrarlayan sinir ag1 (RNN) geri
bildirim dongiisiine sahip bir mimari iken, uzun kisa siireli bellek (LSTM) ise bellek
blogundan sinir ag1 katmanini hiicreleyen bir mimaridir. LSTM’de her hiicrenin ii¢
farkli kapist vardir. Bu kapilar, giris, ¢ikis, unut kapist olarak adlandirilir. Blok ¢iktisi,
iic kapiya ve blok girisine baglanmaktadir. LSTM mimarisinde, giris, c¢ikis,
unutma/hatirlatma olarak ti¢ farkli noktada aktivasyon fonksiyonu olusmaktadir. Giris
ve ¢ikis kapisinda tanjant fonksiyonu kullanilirken, unut/hatirlat kapisinda sigmoid
fonksiyonu kullanilmaktadir. Unut kapisi, gecmisteki gerekli olmayan bilgilerin
agirliklart azaltmaktadir (Kizrak, Bolat, 2019). Sekil 2.2.2.b.’de uzun kisa siireli bellek
(LSTM) algoritmasinda bloklar gdsterilmistir.
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c(t-1) =1\>]<r/ > (1)
forget gate:|  input gate: — Ji(t)
fi I
h(t-1) \ / *
x(t)

Sekil 2.2.2.b: Uzun Kisa Siireli Bellek (LSTM) Algoritmasi.

Tekrarlayan sinir aginda, sirali bilgileri kullanmak 6ncelikli diisiincedir. Tekrarlayan
sinir ag1 mimarisi, onceki bilgiye bagl bir yaklasimdir. Ornegin; “erik agacta yetisir”
cumlesindeki erik kelimesini tahmin etmek zor degildir. Baglantilar arasindaki mesafe
arttiginda, araya zaman kavrami girdiginde, RNN mimarisinin ge¢cmisteki bilgiyi
kullanabilmesi zorlagsmaktadir. Bu problemleri ¢dzebilmek igin de LSTM mimarisi
gelistirilmistir. LSTM mimarisinde, giris, unut ve ¢ikis olmak iizere ii¢ farkli kapi, blok
girisi, sabit hata dongiisii, ¢ikis aktivasyon fonksiyonu ve goézletme baglantilar
mevcuttur. Blogun ¢iktisi, blogun girisine ve diger tiim kapilarma baglanmaktadir.
Unutma kapisi, LSTM’nin kendi halini sifirlayabilmesi, gozetleme baglantilar1 ise

zamanlamalar1 ¢ozlimleyebilmek i¢in eklenmistir (Seker, Diri, Balik, 2017).
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2.3.Literatlir incelemesi

Beta sayilar1 ile olusturulan portfdyde, kisa ve uzun vadeli performanslar
incelenmistir. Olusturulan portfdyler, pazardan daha yiiksek ya da daha diisiik getiri
elde edip etmedikleri arastirilmistir. Yapilan calismada Borsa Istanbul Sinai
endeksindeki firmalarin beta katsayilar1 hesaplanip, diisiik, orta ve Yyuksek beta
katsayisina sahip portfoyler kiimeleme analizi yapilip, kisa ve uzun vadeli trendler
incelenmistir. Performanslar aylik getiriler {izerinden analiz edilmistir. Glinlik ve
haftalik getirilerle, beta katsayilarinin analiz edilmesinin daha farkli sonuglar ¢ikacagini
ve tim pazar degil de sadece sinai sirketleri dahil edildiginden, diger tiim sektorlerin
caligmaya dahil edilmesinin de daha anlamli sonug ¢ikaracagi diisiiniilmektedir. K-
means kiimeleme algoritmasini kullanarak ¢alisma yapilmistir.

Calisma sonucunda ise orta vadeli performansin daha anlamli oldugu sonucuna
varmislardir (Yildirnm & Eren, 2020).

BIST100 verilerini kullanarak, makine dgrenmesi metodu olarak da yapay sinir aglari
ve bulanik mantik yontemi ile performans tahmin analizi yapmistir. Bu ¢alisma, iKi
farkli veri setinden olusturulmus. ilk set giinliik verilerden ve ekonomik
parametrelerden, ikinci set ise dis faktdrlerden meydana getirilmistir.

Karsilastirilan sonuglarda yapay sinir ag yonteminin, bulanik mantik yonteminden daha
dogru sonug verdigi goriilmiis olup veri seti olarak da olusturulan ilk set olan giinliik
verilerden veri liretme yonteminin daha dogru sonuglar verdigi gozlemlenmistir. Sonug
itibari ile makroekonomik parametreler ve yapay sinir ag modelinin, dis faktorler ve
bulanik mantik yontemine gore cok daha iyi getiri elde ettiini sonucuna varilmistir
(Sahin, 2018).

Yapilan c¢aligmalarda, 5 farkli makine 6grenmesi algoritmasi kullanilarak ve S&P500
hisselerinin giinliik getirilerini tahmin etmek icin yeni bir siniflandirma yaklagim
sunmustur. Bu yaklasim da c¢ok terimli (multinomial) ‘dir. Multinomial, hisse senedi
analiz yapilip, karsilastirma sonuglar1 analiz edilmistir. K-en yakin komsu siniflandirici,
gradyan artirma, rastgele orman, noral aglar, vektor makineleri kullanilan makine
yoOntemleridir. Yapilan ¢alismada ¢ok terimli yanit degiskeni, doniis serisinin alt ve Tst
ceyrekleri temel alinmis. Bes farkli makine 6grenmesi yontemleri ve iki farkli yanit

degiskeni kullanilarak yapilan karsilastirmada biiylik hisse senedi getirilerini tahmin
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etmek icin c¢alismalar yapilmistir. Bu c¢alismada kullanilan makine 0Ogrenmesi
modellerinden en iyi performanst gradyan artirma modeli ile sagladiklarini
gostermisler. Calisma sonunda ise arastirmanin farkli taraflara genisletilebilir oldugu
vurgulanmustir (Nevalsami, 2020).

BIST50 endeksindeki veriler ve endeksi etkileyen parametreleri ele alarak, yapay sinir
aglari ile birlikte makine 6grenmesi yontemleri kullanilarak siniflandirmalar yapmustir.
Calismada yapay sinir ag modelinin diger yontemlere gore olan istiin oldugu
vurgulanmig. Makine 6grenmesi metotlar1 olarak da k-en yakin komsu algoritmasi (k-
NN), Navie Bayes algoritmasi, C4.5 smiflandirma algoritmast ve yapay sinir agi
modelleri karsilastirilmis. Burada yapilan ana ¢alisma, endeksi etkileyen parametrelerin
yiikselis ve disiisleri temel alinarak makine Ogrenmesi yontemleri simiflandirma
yapilarak, karsilastirilma yapilmistir. Yapilan calisma sonucunda ise C4.5
algoritmasinin en basarili sonucu verdigi vurgulanmis. Bu calisma ile yatirimcilarin
gunlik planlama yapmasi dogru bir yardimci kaynak oldugu belirtilmis (Karaboga &
ark. , 2017).

Ulasim sektoriinden bir sirket temel alinarak yapilan g¢alismada en ¢ok tercih edilen
makine Ogrenimi olan YSA(yapay sinir agi) modeli kullanilmistir. Veri olarak da
BIST100’de bulunan ulasim sektoriinde yer alan tek bir sirketin 2015-2018 arasindaki
verileri kullanilmistir. Egitim seti olarak haftanin ilk dort giinti, test verisi olarak da
Cuma gunleri temel alinmistir. Egitim seti ile test seti icin Korelasyon analizi
yapilmustir. Korelasyon analizini de, egitim seti ile test setinden olusan verilerin farkli
yapida olup olmadigin1 anlayabilmek i¢in yapmislardir. Modelle olusturulan tahmini
hisse senedi degerleri ile gercekte olan hisse senedi degerleri karsilastirilmistir. En
yakin degerli model ele alinip, bu modelin dogrulugu i¢in bagka bir veri seti
olusturulup, calismaya eklenmistir. Ulasim sektoriine bagli olarak ¢alisan bu sirket icin
yapilan ¢alismada girdi degiskenleri olarak, petrol fiyatlari, dolar kuru, BIST ulastirma
endeksi ve BIST100 endeksi degerleri olarak ele alinmistir.

Cikt1 degisken ise sirketin piyasa degeridir. Calisma sonunda YSA modelinin anlamli
sonug¢ verdigi, kullanilan analizler diginda yeni degiskenlerin de belirlenip ¢alismaya
eklenmesinin daha basarili sonuglar ¢ikaracagi ayni sekilde farkli topolojiler ve farklh
makine O6grenmesi modellerinin de kullanilmasi ile birlikte karsilastirma yapilmasi

gerektigi diisiiniilmektedir (Cinaroglu & Avi, 2020).
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Yapilan caligmalarda, tiim sirketleri kapsayan veri seti kullanilmigtir. Giinliik verilerin
yonlii tahmini i¢in kullanilan yontemler ise, lojistik regresyon, sinirsel aglar, destek
vektor makineleri, smiflandirma agaglari. Karsilagtirllan modellerde en iyi sonucu,
regresyon modelinin en iyi tahminleri tirettigi sonucuna varilmistir. Giinliik hisse senedi
yonlii tahmininin bir noktaya kadar tahmin edilebilir oldugunu sonuglarla sunulmustur
(Becker & Leschinski, 2018).

Hisse senedi getirileri tahmin etmek i¢in piyasa duyarliligmin onemine dikkat
cekilmistir. Davramigsal finansa dikkat c¢eken c¢alismada, U-MIDAS-SVR modeli
kullanilmistir. Veriler iki konu iizerinden incelenmistir. Karma frekans ve dogrusal
olmayan iliski. Karma frekansli veri analizini SVR yontemi ile ele almiglardir. Bununla
birlikte (U) MIDAS-SVR modeli ile de ¢alismay1 detaylandirmiglardir. Burada kuadatik
programlamanin, Language Dualite teknigini ele alarak, tahmin edilebilirligin
olabilecegi diisliniilmiis. Veri seti olarak, Cin’e ait olan SHSE ve SZSE’nin haftalik
getirilerini tahmin edebilmek igin (U) MIDAS-SVR modeli uygulanmistir. Karma
frekansli verilerde hisse senedi getirileri tahmin edilmesi igin dogrusal olmayan
modellemenin diisiiniilmesi gerektigi savunulmustur. Bu modelin de SVR’lerle birlikte
(UYMIDAS-SVR modeli. MIDAS (Mixed Data Sampling) yaklagimi karma frekanslh
verilerin bir arada kullanilmasini saglayan bir modeldir. Bu modelin kullanilmasindaki
temel amac ise, deneysel uygulamalar yapilmasidir. Oncelikli olarak ii¢ farkli karma
frekans kullaniliyor. SF, UMIDAS, MIDAS modelleri. Bu modellerle SHSE ve
SZSE’nin haftalik hisse senedi getirileri tahmini karsilastirildiginda en iyi sonucu (U)
MIDAS-SVR modeli oldugu sonucuna varilmistir. Farkli makine 6grenmesi yontemleri
olarak, MIDAS-SVR, UMIDAS-SVR, SF-SVR, Dogrusal olmayanlari anlamak igin
SF-ANN, SF-RT ve SF-Bagging uygulanmustir. Yedi farkli senaryo ile hisse senedi
tahmin edilebilirligi kiyaslanmistir. Gelecek arastirmalarda, birka¢ olast durumun
arastirilmasi gerektigi, e-SVR ile kayip fonksiyonunun karsilagtirilmasinin anlamli bir
fikir oldugu diisiiniilmektedir (Xu & ark, 2019).

Yapilan ¢alismalarda, bir dakikalik, bes dakikalik ve on dakikalik bir hisse senedinin
fiyatin1 tahmin etmek i¢in uzun ve kisa siireli hafiza teknik gdstergeleri iizerinde
S&P500 verileri igerisinden Kaggle’den giin igi ticaret verileri alinarak caligma
yapilmistir. Bu ¢alisma yaparken, Regresyon uzun-kisa siireli bellek modeli egitilmistir.

Bu calismanin temel amaci, yiliksek frekansli gecmis veriler kullanilarak, kapanis
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fiyatinin 10 dakika, 5 dakika dnceden tahmin edilebilirligini LSTM modelini kullanarak
Olcebilmektir.

S&P500 endeksinin SPY gunlik hisse senedi verilerinin yon tahmini igin bulanik c-
ortalamalar yontemi, verileri kiimelemek i¢in kullanilmistir. Temizlenen verilerle on iki
yeni veri seti olusturulmustur. Yapay sinir aglart ve lojistik regresyon modelleri giinliik
hisse senedi getirisinin yonind tahmin etmek igin PCA modeli ile simniflandirilma
yapilmistir. Calismanin anlamli sonu¢ vermesi i¢in daha genis kapsamli ¢alisma
yapilmasi diistiniilmektedir (Zhong & Enke, 2017).

Yapilan ¢alismalarda, IBM hisse senetlerinin fiyatlar1 veri seti olarak olusturmuslardir.
Temel amag ise, farkli 6grenme modelleri ile zaman serisine en uygun modeli ortaya
cikarmaktir. Calismada 1968-2018 arasindaki ABD hisse senetlerinin tamami igin
giinlik fiyat verileri kullanilmis. Veri setlerini 5 giinliik veri setine bagli olarak
olusturmuslar. Derin 6grenme algoritmasi olarak da LSTM, BLSTM, GRU modelleri
kullanilmistir. Hedef deger olarak kapanis degerleri ele alimmistir. Hata olgiim
modelleri olarak RMSE, MSE, MAE, DA modellerinden yararlanilmis. Yapilan
calismalarda, al-sat karar1 verebilecek sekilde gelistirme yapmislardir

(Sismanoglu & ark. , 2020).

Bagka bir caligmada ise hisse senedi fiyat tahmininin 68renme siireclerinin yavas
olmasinin yatirimcilar: olumsuz etkiledigi bundan dolay1 da bu duruma ¢o6ziim olarak
da asir1 6grenme makineleri ad1 yontemi gelistirilmistir. Yapilan ¢alismada, Goodyear,
Amazon ve WalMart sirketleri ile S&P500 endeksinin ge¢mis verileri kullanilarak, 12
farkli teknik gosterge kullanilarak hesaplama yapilmistir. Bu veriler girdi degiskeni
olarak ele alimmis olup, cikti degisken de ertesi giline ait kapanis fiyatidir. Yapilan
calismada modeller, yapay sinir aglar1 modeli ile kiyaslanmistir. Yapilan c¢alisma
sonucunda, al-tut performansinin daha yiiksek oldugu ve AOM’nin hisse senedi fiyat
tahmini i¢in 6nemli ve anlamli sonug¢ ¢ikaran bir model oldugu gézlemlenmistir. Yon
tahmininde YSA’nin endeks temelli daha iyi sonug¢ verdigi, ti¢ farkli hisse senedi igin
de en dogru yon tahmini AOM ile saglanmustir (Ozgalict, 2017).

Literatlr incelendiginde, LSTM mimarisinin siniflandirma ve tarihsel Ongorilerde
anlamli sonuglar ortaya c¢ikardigi goriilmektedir. Uzun kisa stireli bellek (LSTM)
mimarisi, girig, ¢ikis, unut kapilar1 ve hafiza hiicrelerinden olusan bir yapidir (Siizen,

Yildiz, Yilmaz, 2019).
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Yapilan bagka bir c¢alismada ise Covid-19 pandemisinin zaman serisi Vverileri
kullanilarak, kiimiilatif alanin1 tahmin etmek icin ARIMA yontemi ile LSTM mimarisi
kiyaslanmistir. ARIMA modelleri ve LSTM tabanli tekrarlayan noral ag, giinliik
kiimiilatif tahmini dogruladig1 gozlemlenmistir. LSTM mimarisi, uzun ve kisa vadede
zaman serilerinden yararlanilarak zamansal tahmini ger¢eklestirmistir. LSTM mimarisi
kullanilarak yapilan tahminlerin, ARIMA modellerinden ¢ok daha dogru sonuglar
ortaya c¢ikardigir gozlemlenmistir. Bu sonuglar da gostermis oluyor ki, vaka sayilarinin
tahmin edilmesi, salgin ve politika siirecine zamansal olarak katkida bulunmustur
(Masum, Shahriar, Haddad, Alam, 2020).

Hindistan borsast (NSE) ve Newyork borsasindan (NYSE) hisse senedi fiyat tahmini
icin dort farkli ag egitilmistir. Kullanilan dogrusal modeller, MLP, RNN, LSTM ve
CNN aglaridir.Ortaya ¢ikan sonugtan modellerin dinamik aglar oldugu gorilmistiir.
Dogrusal aglardan CNN’nin en iyi sonuca sahip oldugu gozlemlenmistir. Bu dort aga
sahip DL modeli disinda, dogrusal olmayan ve tek degiskenli zaman serisi tahmini igin
ARIMA modeli de kullanilmistir. Bu iki model kiyaslanmis ve en iyi sonucun DL
modellerine ait oldugu goézlemlenmistir (Hiransha, Gropalakrishnan, Krishna, Soman,
2018).

Ucak motorlarinin kalan siiresini tahmini i¢in derin 6grenme mimarisi olan LSTM
algoritmas1 kullanilmistir. Calismada kullanilan veriler ise NASA tarafindan hazirlanan
C-MAPSS veri kiimesi igerisinden segilen yiiz adet motor sensor verileri kullanilip,
veriler egitilmistir. LSTM mimarisi ve klasik makine 6grenmesi algoritmalari ile
kiyaslanmistir. Sonug¢ olarak LSTM mimarisinin diger tiim klasik yontemlere kiyasla en
Iyi sonucu verdigi analiz edilmistir (Kizrak, Bolat, 2019).

Finansal verileri tahmin etmede etkili olan hem sistematik hem de sistematik olmayan
birden fazla faktor bulunmaktadir. Kisa vadede tahmin edilebilirlik, uzun vadeli tahmin
edilebilirlige gore daha kolaydir. Literatirde, ARIMA yodntemleri ile birlikte zaman
serilerini analiz etmede ve tahmin etmede makine ve derin Ogrenmeye bagl
yaklasimlart kiyaslanmistir. ARIMA, LSTM ve BiLSTM yontemleri kullanilarak
veriler egitilmis ve modeller birbirleri ile kiyaslanmistir. Burada, LSTM’nin ARIMA
modelinden, LSTM’nin gelistirilmis yapisi olan BiLSTM’nin ise LSTM’den daha

basarili sonuglar verdigi kanisina varilmistir.
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2.4. Veri ve Ydntem

2.4.1. Veri Seti

Bu calismada, 1 Ocak 2017 ile 30 Nisan 2021 arasindaki BIST100 borsasinda
islem goren, ulagim sektdriinde yer alan Pegasus hisse senedi ile bankacilik sektorii
icinde yer alan Is Bankasi hisse senedi verileri ele almmistir. Veriler Ideal adli
programin veri tabanindan temin edilmistir. Veriler acilig, kapanis, en yiiksek, en diisiik,
islem hacmi, sirketin borsadaki islem gérmeye bagladigi tarih itibari ile text olarak ¢ikti
alinmigtir. ideal programindan alman veriler &ncelikle detayli bir inceleme ve
temizleme sonrasi istenen sekle donustirilmiistiir. Veriler, ¢alisilacak tarih temeline
gelecek sekilde temizlenmistir. 1 Ocak 2017 ile 31 Aralik 2019 arasindaki veriler
traning set olarak olusturulmustur. 1 Ocak 2020 ile 30 Nisan 2021 arasindaki veriler ise
test verisi olarak olusturulmustur. Tarih temelli ayristirilan veriler igin ikinci agama ise,
acilis, en yiiksek, en diisiik, islem hacim gibi degerler veri setinden ¢ikarilmistir. Veri
seti, kapamis fiyatt ve tarih temellinde olusturulmustur. Temizlenen veri setleri,
egitilmeye hazir hale getirilmistir. Olusturulan veri setleri igerisinde sektor ayrimi

yapilmistir.

2.4.2. Makroekonomk Degiskenlerin Hisselerine Etkisi

Ekonomik etkenlerin hisse senedi degerlerinin tahmin edilmesinde biiyiik bir role
sahiptir. Ekonomik degiskenler yalmizca emtialar degerlerini degil, genel itibari ile
tilkelerin ekonomisi hakkinda da 6nemli bilgiler sunar. Ekonomik degiskenlerin ileride
degerlerindeki degisiminin tahmin edilmesi portfoy yoénetimi igin onemli bir yere
sahiptir. Makroekonomik degiskenlerin tiim emtialar {izerinde 6nemli bir yere sahiptir.

Bilhassa hisse senedi piyasasi i¢in belirli olan makroekonomik degiskenler mevcuttur.

Hisse senetleri, ekonominin gelisimi ve biiyiimesi i¢in dnemli bir yere sahip
piyasadir. Hisse senetlerinin oynakliklari, siirdiiriilen ekonominin unsurudur. Hisse
senedi piyasast her an degisebilen bir piyasadir. Ulke igindeki beklenmeyen durumlar

ve yurt disindaki beklenmeyen durumlar ekonomik giindemi fazlasiyla etkilemekte ve
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piyasalarda ciddi oynakliklara sebebiyet vermektedir. Bu giindemler igerisinde siyasi
olaylar, dogal afetler, diinyay1 etkisi altina alan salgin hastaliklar tiim piyasalar
etkilemektedir. Bu gibi beklenmeyen ani durumlar, sektorlerin ¢ogunu etkilemektedir.
Baz1 sektorleri pozitif yonde, bazi sektorleri ise negatif yonde etkilemektedir. Bu
durumlarda hisse senedi piyasasinda oynakliklara sebebiyet vermektedir. Emtiadaki
ciddi oynakliklar, doviz kurunu, enflasyon ve faiz oraninda degisimlere neden
olmaktadir. Bu gibi degiskenlerin degisimi de direkt olarak hisse senedi piyasalarini
etkilemektedir. Bunlar disinda hisse senedi fiyatindaki degisimleri etkileyen bir diger
durum ise, sektordeki arti/eksi degisimler, sektordeki sirketlerin bilangolarini
aciklamasi, yatirim yapmalar1 ya da sirketlerin iiretim yapip yapmamasi gibi durumlar
hisse senedi alimin1 ve satimini etkilemektedir. Bir hisse senedinin fiyat artis1 o hisseye
olan talebi artiracaktir. Tam tersi durumda gecerlidir. Fiyat diistiikce ise hisse senedi
satig1 baslar. Bu durum ise psikoekonomi ile yakindan ilgilidir. Bu baska bir aragtirma
konusudur. Glntimizde hisse senedi piyasalari 6nem arz etmektedir. Goriildiigii tizere
hisse senedi piyasasini etkileyen soyut ve somut birden fazla degiskenler mevcuttur.
Yatirimeilarin bu durumlart yonetebilmesi i¢in portfoylerini iyi bir sekilde analiz
etmeleri kaginilmaz olmaktadir.Makroekonomik degiskenlerin hisse senedi piyasalari
ile iliski konusu literatlirde hala tartisma konusudur. Piyasalardaki degisimler ve iilke
ekonomisindeki durumlar gostermektedir ki, makroekonomik degiskenler her piyasay1
ayr1 ve farkli bir agidan etkilemektedir. Makroekonomik degiskenlerin Borsa Istanbul
icin nasil bir etki yarattig1 ve tahmin yoniinii ne tarafa ve nasil bir oranda degistirdigi

yatirimcilar i¢in ¢ok énemlidir.

Sirketlerin yatirim almasi ya da yatirim yapmalari, bilango tablosu, yatirim
yapilan hisse senedi i¢in derin bir bilgiye sahip olmak da yatirimcilar i¢in 6nemli bir
noktadir. Bu gibi durumlardan sonra portfoylt yonetebilmek igin makroekonomik
degerlerin etkilerini ve makroekonomik degiskenlerin ani beklenmedik degisimlerinin
nedenlerinin de arastirilmasi, hisse senedi piyasasi icin Onem arz etmektedir. Bir
degiskenin nedeni direkt olarak piyasalari etkilemektedir. Her durum birbirine paralel
oldugu i¢in her zaman baslangi¢c noktasinin ne oldugunun bilinmesi gerekmektedir.
Makroekonomik degisimler incelendikten sonra, hisse senedi deger ve yon tahmini i¢in

analiz yapilmalidir. Bu analizler, teknik analizler olabilecegi gibi, baz1 algoritmalar da
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olabilir. Yazilimsal olarak diislintirsek, herhangi bir program ya da platform kullanarak,
bu platformlarin toolboxlarinda bulunan makine &grenmesi algoritmalarini da
kullanilarak, c¢alismalar yapilmaktadir. Bu c¢alismalarin en temel amaci, en iyi
performansi ortaya g¢ikarabilecek, hata orani diisiik algoritmay1 bulmaktir. Bunun iginde
olusturulan veri setlerinin, kullanilan platforma baglh kalarak, uygun algoritmalarla,

simiilasyonlar olusturup, verileri egitip, olusturulan algoritmalar1 karsilastirmaktir.

2.4.3. Kullamilan Yontemler ve Uygulamalari

Bu caligmada veriler oncelikli olarak hisse senedi kapanis fiyati bazindan
ayrigtirillmigtir. Hisse senedi ve tarih temelli ayristirilan veriler text formatindan Excel
formatina doniistiirilmistiir. Burada veri setleri diizenlenirken 1 Ocak 2017 ile 30
Nisan 2021 verileri temel alinmistir. Analizler, Oncelikli olarak Excel platformu
kullanilarak gunlik, 21 gunluik ve 63 ginlik kapanis fiyatlarinin getirileri
hesaplanmistir. Getiri hesabina bagli olarak da gerceklesen getiri degerleri lizerinde
yonlii  grafikler c¢izilmistir. Grafiklerin yonleri ve getiri degerleri birbirleri ile
karsilagtirillmistir. Excel’de yapilan analizi sonrasi Matlab platformu ile makine
ogrenmesi modelleri kullanilarak veriler egitilip, analizlerin yapilmasina karar

kilinmistir.

Matlab platformunda oncelikle text formatindan Excel formatina doniistiiriilen ve
ayristirilan BIST100 igerisinde yer alan Pegasus ve Is Bankas: hisse senedi verilerinin
dosyast eklenmistir. Daha sonra ise Matlab platformunda yer alan ve bizim
kullanacagimiz algoritmalar i¢in ayr1 ayr1 komutlar ve fonksiyonlar yazilmistir.
Kullanilan algoritmalarin komut kiimelerine ait fonksiyonlar yazilarak, analizler
yapilmistir. Matlab’de veri dosyasi olusturulduktan sonra, kullanilacak komutlar igin
degisken isimleri belirlenmistir. Komutlar tek tek workspacese eklendikten sonra
fonksiyon igerisine dahil edilip, algoritmalar ¢alistirilmigtir. Hata orani fazla ¢iktiginda
manuel girilen degiskenler siirekli degistirilip, hata oran1 azaltilmaya, egitilen verilerin
dogrululuk oram1 da yiikseltilmeye c¢alisilmistir. Veri setine dahil edilmis tiim
degiskenler iizerinden fonksiyonlar diizenlenerek, algoritmalar siirekli egitilmistir. Bu

calisma iki asamada gerceklesmistir. Birinci asama gergeklesen degerler iizerinden
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egitilen bir veri setidir, ikinci asama ise test degerleri lizerinden egitilen bir veri setidir.
Test ve gergeklesen durumlar igin iki ayri veri seti olusturulmustur. Bu degiskenler
yazilan fonksiyonlara dahil edilip, degisken degerleri siirekli degistirilip, veri setleri
siirekli egitilmistir. Egitilen veri setlerinin sonucundan en az hata oranini ve en yiiksek

dogruluk orani, model olarak se¢ilmistir.

Bu ¢alisma iki farkli makine 6grenmesi algoritmasi i¢in yapilmistir. Yapay sinir
aglar1 (YSA) ve uzun kisa siireli bellek (LSTM) algoritmasi ile. Bu iki algoritma igin
ayr1 ayri degiskenler tanimlanmis, fonksiyonlar yazilmis, veri setleri stirekli egitilmistir.
Iki algoritmada da egitim sonunda en az hata oranim veren fonksiyon ve degerler temel
alinmistir. Bu degerler iki algoritma igin tek tek karsilastirilmistir. Oncelikle,
algoritmalarin kendi iginde en dogru sonucu veren degeri bulunup, sonrasinda ise iki

algoritma i¢inde en dogru tahmine ulasan oranlar belirlenmistir.
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2.5. Analiz ve Bulgular

Verilerin analizi, Excel ve Matlab programi kullanilarak yapilmistir. Oncelikle
calisma, Ocak 2017 ile 31 Aralik 2019 arasindaki BIST100 icerisinde yer alan Pegasus
ve Is Bankasi hisse senedinin kapanis fiyat verileri alinarak Excel platformu ile analiz
edilmistir. Test verisi ise, 1 Ocak 2020 ile 30 Nisan 2021 arasindaki verilerdir. Hisse
senetlerinin giinliikk getiri hesaplamasi yapilmistir. Giinliik getiriler hesaplanirken

asagidaki formiilden yararlanilarak hesaplama yapilmistir.

[PD(t)— PD(t —1)]
PD(t — 1)

Excel platformu ile Pegasus ve Is Bankas1 hisse senetlerinin gunliik, 21 ginlik, 63
giinliik getirileri hesaplanmistir. Bu getirilerin, oynakligint diger adiyla volatilitesini
Olemek icin, standart sapma ve varyansi hesaplanmistir. Bu ¢alisma ile Pegasus ve is
bankas1 hisse senetlerinin davranmiglarini analiz etmek, gelecekteki degeri hakkinda
tahminlerde bulunmak temel amacimizdir. Zaman serilerinin gelecekteki degerlerini
tahmin edebilmek i¢in, verilerin ge¢misteki degerlerinin volatilitesini yorumlamak

oénemli bir slrectir.

Volatilite, diger adiyla oynaklik olarak da bilinen bir tiir istatiksel 6lgidur.
Volatilite, belirsizligi ya da riski ifade etmektedir.Bir varligin volatilitesi ne kadar
diisiikse, o varligin riskinin diisiik ve istikrarli bir varlik oldugu, bir varligin volatilitesi
ne kadar yiiksekse o varligin yiiksek riske sahip oldugu ve istikrarli bir varlik
olmadiginin  kanitidir.Volatilite, varyans ve standart sapma kullanilarak
hesaplanmaktadir. Varyansin karekokii sonucunda standart sapma elde edilmektedir.
Volatilite, bir varligin ortalama degerinden, beklenenin istiinde ya da beklenenin
altinda degisim degerleri gosterir. Volatilite parametresinin degeri, politik ve sosyolojik
giindemler, beklenmeyen ani durumlar, sirketlerin bilango tablolari, merkez bankasi
kararlar1 gibi etkenlerle ylikselis ya da diislise gegcen ve volatilitenin degerindeki

istikrar1 bozan etkenlerdir (Ozer, Karcioglu, 2017).
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Is Bankas1 ve Pegasus hissesi icin, 1 Ocak 2017 ile 30 Nisan 2021 veri setinin standart
sapma, standart sapmanin karesi olan varyans degerleri asagidaki tabloda yer

almaktadir.

Getiri (Pegasus) | Standart Sapma | Varyans
Gunlik 3% 0,1%
21 Glnluk 16% 2,5%
63 Gunlik 26% 6,9%

Tablo 2.5.a: Pegasus Hissesinin Standart Sapma ve Varyansi

20,0% Gunliik Getiri Volatilitesi
15,0%

10,0%

-5,0%

-10,0%

-15,0%

Sekil 2.5.a: Pegasus Gunluk Getiri Volatilitesi

21 Ginliik Getiri

50,00
40,0%
30,00%
20,09
10,0%
0,0%

-10,0%

20,0%

-30,0%

Sekil 2.5.b: Pegasus 21 Gunluk Getiri Volatilitesi

63 Gunlik Getiri
80,0%

60,0%
40,0%
20,0%

0,0%

-20,0%

-40,0%
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Sekil 2.5.c: Pegasus 63 Gunluk Getiri Volatilitesi

Getiri (Is Bankas1) | Standart Sapma | Varyans
Gunluk 3% 0,1%
21 Gunlak 8% 0,6%
63 Gunlik 12% 1,5%

Tablo 2.5.b: is Bankasi Hissesinin Standart Sapma ve Varyansi

Gunluk Getiri Volatilitesi

20,0%

15,0%

10,0%

5,0%

0,0%

5,0%

-10,0%

15,0%

20,0%

Sekil 2.5.¢: Is Bankas1 Giinluk Getiri Volatilitesi

21 Gunltk Getiri

25,0%
20,0%
15,0%
10,0%
5,0%
0,0%

-5,0%

-10,0%

-15,0%

Sekil 2.5.d: s Bankas:1 21 Giinliik Getiri Volatilitesi
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63 Gunlik Getiri

140,00%
30,00%
20,00%
10,00%
0,00%
63 g 189 pAs2 315 s a4 s 567 630 §93/ 756

-10,00%

-20,00%

Sekil 2.5.e: Is Bankas1 63 Giinliik Getiri Volatilitesi

Tablo 2.5.a’da ve Tablo 2.5.b’de goriildiigii lizere, Pegasus hissesinin standart sapma
ylizdesi, Is Bankas1 hissesine gore ¢ok yiiksek oldugu icin Pegasusun volatilitesi ve
riski, Is Bankasina kiyasla daha yiiksektir. Volatitenin yiiksek olmasi, hissenin oynak
olmasidan kaynaklidir. Bir hissenin fiyatinin hizl diisiis ya da yiikselis degerine sahip
oldugunda tekabul eder.

Yukaridaki grafiklerinde de goriildiigii iizere Is Bankas1 ve Pegasus hisse senedinin
Excel platformunda ginlik, 21 gunlik ve 63 giinlilk volatiliteleri hesaplandiginda,
volatilitenin bir hesaplama yontemi olan varyansin en yiiksek degerinin her iki hisse
icin de 63 giinlik, ay olarak baz alindiginda 3 aylik bir bekleme suresinde
gdzlemlenmistir.

Is Bankas1 ve Pegasus hissesinin davramsi Excel platformunda incelendikten sonra
Matlab platformunda yapay sinir ag1 (YSA) ve uzun kisa siireli bellek (LSTM)
algoritmalar1 ile fiyat tahmini yapabilmek ve al sat emri yapabilmek icin modeller,
Pegasus ve Is Bankasi hisselerinin kapanis fiyatlari ile egitilmistir.

Yapay sinir agi (YSA) modelini egitirken Matlab platformundaki tahmin
sonuglar1 confusion matris ekrani ile analiz edilmistir. Confusion matris, yani karisiklik
matrisi makine Ogrenmesi algoritmalarinda siniflandirma algoritmalarinin tahmin
performansin1 analiz etmek i¢in kullanilmaktadir. Confusion matris dort farkl
degerlendirme ile analiz edilmektedir. Bu degerlendirmeler su sekildedir;

e TP (True Positive) = 1 degerini, 1 tahmin etmekte
e TN (True Negative) =0 degerini, 0 tahmin etmekte
e FN (False Negative) 21 degerini, 0 tahmin etmekte
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o FP (False Negative)=>0 degerini, 1 tahmin etmekte

TN+TP toplaminin yiiksek deger ¢ikmasi, FN+FP toplamin da diisiik deger ¢ikmasi,
smiflandirmanin basarili sonug verdigini gostermektedir. FN+FP/Toplam orani ile veri
setinin hata orani, TN+TP/Toplam oranmi ile siniflandirmanin dogruluk orani elde
edilmektedir. Confusion matrisin hassasiyeti ise TP/TP+FP orani ile elde edilmektedir.
Confusion matrisinden sonra ise ROC egrisine bakilmaktadir. ROC egrisi, siniflandirma
performansinin degerlendirildigi grafiktir. TP ve FP orani ile ¢izilen grafiktir. TP oram
x eksenine, FP orani ise y eksenine tekabiil eder. ROC egrisi altindaki alan AUC olarak
tanimlanmaktadir. ROC egrisi altinda kalan egri ne kadar biiyiikse, siniflandirma
modelleri smiflart ayirt etmede daha dogru sonu¢ vermektedir. TN ve TP kesismedigi
takdirde AUC degeri yiiksek ¢ikmaktadir.

Matlab ile yapay sinir ag1 (YSA) mimarisi ile calismamizda, BIST100 icerisinde yer
alan Is Bankas1 ve Pegasus sirketi hisse senetlerinin tarihsel verileri ideal programindan
dosyaya aktarildiktan sonra, tarihsel filtreleme ile veriler temizlenmistir. Daha sonra
veriler, test ve egitim verisi olarak iki ayr1 dosya haline getirilmistir. Oncelikli olarak
egitim serisi olusturulmustur. Egitim serisi igerisinde 1 Ocak 2017 ile 31 Aralik 2019
arasindaki veriler yer almaktadir. Yapay sinir ag1 modeli ile egitilen verilerin yaklasik
%70’1 training olarak egitilmis olup, %30’u test veri seti olarak egitilmistir.

Ilk olarak Pegasus hisse senedinin egitim verileri yapay sinir ag1 modeline uygun
yazilan komutlarla egitilmistir. Alt1 farkli simiilasyon kurularak, analizler yapilmistir.
Yapay sinir agi igin; k, N, P degiskenlerine degerler verilerek, dogruluk orani
hesaplanmustir.

K degiskeni pencere biiyiikliigiinii, N degiskeni néron(katman) sayisini, P degiskeni de
getirinin seviyesi olarak tanimlanmigtir. Bu degiskenlere farkli degerler verilerek, yapay
sinir ag1 algoritmasi egitilmistir. Degiskenlerin aldiklar1 farkli degerlerde, dogruluk
oranlar1 karsilagtirilmistir. Dogruluk orani da TN+TP /Toplam ile hesaplanmistir. Bizim
calismamizda 6nem arz eden nokta ise TP (True Positive) degeridir. TP degeri, 1
degerini 1 tahmin eden degerdir.

K degiskeni 5, 7, 15 degerleri ile N degiskeni 30, 40, 60 degerleri ile P degiskeni de %3

ve %5 oraninda alinarak, yapay sinir ag1 algoritmast her iki hisse i¢in de egitilmistir
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Asagidaki tablo ve grafiklerde hem Pegasus hem de Is Bankasi igin, TP degerleri yer

almaktadir.

Pegasus Hisse Senetleri i¢in PN Degerleri;

Pegasus, P=%3 Pegasus, P=%5
K | N1=30 | N2=40 | N3=60 K | N1=30 | N2=40 | N3=60
5 44 52 48 5 30 31 28
7 46 43 50 7 33 35 35
15 45 50 46 15 34 27 29
Tablo 2.5.c: Pegasus, YSA Algoritmasi i¢cin TP Degerleri
P=%3 ——N1=30 N2=40 N3=60
60
50
. -
o 40
}_
}_
< 30
o
0
Qo 20
<
10
0
5 7 15
K =5,7,15 (SIZE)

Sekil 2.5.f: Pegasus %3 Getiri icin TP Degerleri
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P=%5 ——N1=30 ——N2=40 N3=60

40

35 —~

30 —--"""::—_—;_‘\

25

20

15

10

ACCURACY TEST

5 7 15
K =5,7,15 (SIZE)

Sekil 2.5.9: Pegasus, %S5 Getiri icin TP Degerleri

Is Bankas1 Hisse Senetleri icin PN Degerleri;

Is Bankas1, P=%3 Is Bankas1, P=%5
K | N1=30| N2=40 | N3=60 K | N1=30 |N2=40| N3=60
5 25 26 29 5 11 10 8
7 31 26 32 7 7 10 9
15 29 27 27 15 8 12 15

Tablo 2.5.d: is Bankasi, YSA Algoritmasi i¢cin TP Degerleri
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=0
P=%3 ——N1230  ——N2=40 N3=60

35
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10
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0
5 7 15
K =5,7,15 (SIZE)
Sekil 2.5.h: Is Bankas1, %3 Getiri icin TP Degerleri
=0
P=%5 ——N1=30 ——N2=40 N3=60
16
14
2 10 —~ —
; \
(]
= 8 \—/’
o
|
] 6
<X
a
2
0
5 7 15
K=5,7,15 (SIZE)

Sekil 2.5.1: is Bankasi, %5 Getiri icin TP Degerleri

324 adet egitilen test verilerinin ¢iktilart incelendiginde Pegasus hisse senedinde en
yiiksek dogrululuk degerinin ndron sayist 40, pencere biiyiikligii 5, P seviyesi de %3
oldugunda gozlemlenmistir. %3 ile %5 seviyeleri karsilastirildiginda, %3’liik seviyenin
tiim ¢iktilar1, %5 seviyesinden daha yiiksek oldugu gériilmektedir. Is Bankas: icin de

ayni durum s6z konusudur. %3’lik seviye, en yiiksek TP degerlerine sahiptir.Egitim

35



sonrasinda trainig i¢in ¢ikti sonucuna bakildiginda dogruluk orani %89.2 iken, hata
orant %10.8 ¢ikmaktadir. All confusion matriste, 240 adet O tahmin edilmesi gereken
¢ikt1 0 tahmin edilip, 49 adet 1 tahmin etmesi gereken ¢ikti da 1 olarak tahmin edildigi
gorilmektedir. Yaklasik olarak %68.1 oraninda 1 olan degeri dogru tahmin edip, %31.9
oraninda ise 0 degerinin de 1 tahmin edildigi goriilmektedir. Yapilan bu calismada
onemli olan noktalardan biri de 1 olan degerleri 1 tahmin edilmesi, yani TP oranin

yuksek olmasidir. TN+TP oran1 ne kadar yliksekse siniflandirma o kadar hatasiz

calismaktadir.
Training Confusion Matrix Validation Confusion Matrix
o 173 12 33 o 33 2
76.5% 5.3% 6.5% 67.3% 4.1% 5.79
) (2]
w W
o o
o ) 4 37 30. o 5 =]
5 1.8% 16.4% 9.8% 5% 10.2% 18.4%
O o
— —
= =
o (=]
92.9% 81.8 85.7%
7.1% 13.29 18.2% 14.3%
) N o ~
Target Class Target Class
Test Confusion Matrix All Confusion Matrix
o 34 9 '9 o 240 23
69.4% 18.4% 20.9 74.1% 7.1%
w Wl
L [r)
5 3
o X 3 3 o 12 49
5 6.1% 6.1% 5 - 3.7% 15.1%
a o
— —
=1 =
o o
91.9 25.0 75.5% 95.29 68.1 89.2%
8.1 75.0% 24.5% 4.8% 10.8%
(5 Py ] Py
Target Class Target Class

Sekil 2.5.i: Pegasus Hissesinin Confusion Matrisi

Pegasus hissesi i¢in olusturulan test verileri, 1 Ocak 2020 ile 30 Nisan 2021 arasindaki
veriler olarak olusturulmustur. Pegasus hisse senedinin test verilerinin confusion matris
(karisiklik matrisi) ¢iktilart detaylandirimistir. Egitilen verilerin ¢iktilarina bakildiginda
324 adet test verisinin 15 giinliik pencere biiytlikliiglinde, néron sayisinin 40 ve getirinin

degeri de %3 secildiginde diger k, N ve P degerlerinin ¢iktilarina gére en iyi sonucu
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verdigi tespit edilmistir.

N Training ROC s Validation ROC
- ’_'_r‘_'_,'_’_,_._ -
) @
o @
[« 4 [«
a 0.6 w 0.6
= =
-~ -
¥ @
o =1
a 0.4 a 0.4
@ @
= 2
[ =
0.2 0.2
0 g 0 .
0 0.5 1 0 0.5 1
False Positive Rate False Positive Rate
Test ROC All ROC
1 l— 1
0.8 0.8
@ ]
ko o]
=< (-3
o 0.6 w 0.6
= =
et -
‘v ‘@
[=] =]
o 0.4 a 0.4
w ]
2 2
= =
0.2 0.2
0 . s 0 "
0 0.5 1 0 0.5 1
False Positive Rate False Positive Rate

Sekil 2.5.J: Pegasus Egitim Verisi ROC Egrisi

Pegasus hissesinin en iyi sonucu igin Roc egrisine bakildiginda ise training ve all
(training, validation, test) i¢in grafigin altindaki en biiyiik alanin training ve all roc
egrilerine ait oldugunu gorilmektedir. Bunun sebebi, trainingde 0 tahmin etmesi

gereken ¢iktilarin %97.7 oraninda tahmini dogru yapmis olmasidir.
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Sekil 2.5.k:is Bankas1 Hissesinin Confusion Matrisi

Ayni ¢alisma, Is Bankasi hissesinin 1 Ocak 2020 ile 30 Nisan 2021 arasindaki verileri
icin de yapilmistir. Egitilen verilerin ¢iktilarina bakildiginda 324 adet test verisinin 7
giinlik pencere biiyiikliiglinde, ndéron sayisinin 60 ve getirinin degeri de %3
secildiginde diger k, N ve P degerlerinin ¢iktilarina gére en iyi sonucu vermektedir.
Confusion matris ¢iktis1 detayli incelendiginde, training matrisindeki dogruluk oraninin
%84, hata oraninin da %16 oraninda oldugu goriilmektedir. All (Training, validation,
test) matrisine bakildiginda ise dogrululuk oraninin %83.7 oraninda oldugu ve hata
oraninin da %16.3 oldugu goriilmektedir. All matrisinde 247 adet 0 degerini 0 tahmin
edildigi, 30 adet 1 degerinin de 1 tahmin edildigi ve 31 adet 0 degerinin de 1 tahmin

edildigi goriilmektedir.
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Yapilan caligmada amag, TP degerlerinin yani 1 degerinin 1 tahmin edilmesinin yiiksek
oranda ¢ikmasini beklemektedir. Her ne kadar TP+TN orani yiiksek olsa da, TP nin her
iki hisse i¢in de en iyi ¢ikan sonucun bile TP degerlerinin, TN degerlerine gore oldukca

diisiik oldugu goriilmektedir.
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Sekil 2.5.1: is Bankas1 ROC Egrisi

ROC egrisi, y ekseninin 1 degerine yaklastigi ve egrinin altindaki alanin yiiksek
degerde oldugunda anlamli sonu¢ vermektedir.

Is Bankasinin training ve all (training, validation, test) grafigin altindaki alanin 7 giinliik
pencere biiyiikliigiinde, ndron sayisinin 60 ve getirinin degeri de %3 segildiginde diger

k, N ve P degerlerinin ¢iktilarina gore en iyi sonucu veren egri ¢iktisidir.
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Bunun sebebi, trainingde 0 tahmin etmesi gereken ¢iktilarin %74.6 oraninda tahmini
dogru yapmis olmasidir.

YSA icin Pegasus ve Is Bankas1 verilerinin 1 Ocak 2020 ve 30 Nisan 2021 arasindaki
verileri egitildigindeki dogruluk testlerini ve roc egrilerini analiz ettik. Bu analizler
sonucunda tespit edilen sudur ki; yapay sinir ag1 algoritmasinda 0 degerini 0 tahmin
eden degerin oldukga yiiksek ¢ikmasi, 1 degerini 1 tahmin eden degerin de TN’e gore
daha diisiik c¢ikmasidir. Bizim beklentimiz ise TP degerinin TN’den daha yiiksek
cikmastydi. Yapay sinir ag1 algoritmasi ile bu miimkiin olmadu. Ilerleyen ¢alismalarda
yagay sinir ag1 i¢in yazilan algoritmada gilincelleme yapilmasi diistiniilmektedir.

Yapay sinir ag1 algoritmasi ile yazilan fonkisyonlar, Pegasus ve Is Bankas1 icin
karsilastirildiktan sonra, bir diger modelimiz olan LSTM’de de verilerin analizi
gerceklestirildi.

Uzun kisa vadeli bellek (LSTM) modelini egitirken, Matlab platformundaki tahmin
sonuglari, RMSE degerine gore analiz edilmektedir. RMSE degeri, makine 6grenmesi
algoritmalarinin tahmin ettigi degerleri ile ger¢ek degerleri arasindaki uzaklik olarak
tanimlanan, modelin hata degerini 6l¢en kuadratik bir 6l¢limdiir. RMSE degeri 0’dan
baglayarak sonsuza kadar tiim degerleri alabillmektedir. RMSE degerinde kok ortalama
kare hata, ne kadar diisilkse modelin performans1 o derece iyidir. RMSE degeri 0
oldugunda, bu deger modelin hatasiz ¢alistigin1 gostermektedir. RMSE degerine gore
modelin hatali sonu¢ verip vermeyecegi analiz edilebilmektedir. RMSE, diger adiyla
karesel ortalama hata, hesaplanirken gozlemin gercek degeri ile model sonucu elde
edilen tahmin arasindaki  farkin  Kkareleri, ortalamasinin  karekokid ile
hesaplanmaktadir. RMSE degerinin diisiik olmasi tahmin edilen deger ile gergek degerin

arasindaki farkin diisiik oldugu gostermektedir.

mn ~ \2
RMSE= Y (i — yi)
n
1=1

RMSE formiiliinde goriildiigii lizere, iki vektor arasindaki uzakligin karesinin 1/n ile
carpimidir. Burada da tahmin edilen deger ile gercek deger arasindaki uzakligin karesini

temsil eder.
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LSTM modeli ile egitilen Pegasus ve Is Bankas1 hisse senetleri icin 6ncelikli olarak, bu
modele uygun komutlar yazilmistir. 1 Ocak 2017 ve 30 Nisan 2021 arasinda yer alan
1094 adet verinin tiimii alinmis olup, yazilan fonksiyonla, %80 egitim seti ve %20 test
veri seti ile birlikte, %90 egitim seti ve %1lo’u test veri seti olacak sekilde komutlar
yazilip, veriler egitilmistir. LSTM modelinde, egitim ve test verilerinin ayrimi1 yapmak
icin yazilan komutlarla birlikte, unit sayis1 diger adiyla gizli birim, yapay sinir ag1
modelindeki néron sayisina tekabiil eden degisken igin deger atanir. Bu ¢alismadaki
LSTM modelinde ii¢ farkli unit sayisi1 tizerinden veriler egitilmistir.Unit sayilari, 40, 60
ve 100 olarak belirlenmistir. LSTM modelinden portfdy degeri de 100 olarak
tanimlanmaistir.

LSTM modelinde fonksiyonlar yazilip, veriler siirekli olarak egitilmistir. Oncelikli

olarak Is Bankasi hisse senedinin verileri asagidaki degiskenler degistirilerek

egitilmistir.

Unit Sayist Oran %80-%20 Oran %90-%10
Unit40 0,13167 0,12518
Unit60 0,13443 0,12676

Unit100 0,13223 0,1362

Tablo 2.5.e: is Bankasi, LSTM Degisken Degerleri
i.;s Bankasi1 RMSE Deger Grafigi
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RMSE

Unit40 Unit60 Unit100
Unit Sayisi

RMSE Degeri Oran %90-%10

Sekil 2.5.m: Is Bankasi, RSME Grafigi
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Yukaridaki grafikte goriildigi lizere portfdy degerinin sabit kalindigi ve 100 alindigi
LSTM modeli, ilk olarak Is Bankas: hissesi verilerie egitildikten sonra, %80 egitim,
%20 test verisi ile %90 egitim, %10 test verisi secilerek egitilen modelde, en diisiik
RMSE degerine sahip nokta ¢iktisi analiz edilmistir. Verilerin egitilmesi sonucu, %80-
%20 arahigr ile birlikte unit sayis1 da (gizli katman) 40 degerinde secildiginde, Is
Bankasi i¢in en diisiik RSME degeri olan 0,12518 cikt1 degeri bulunmustur. RMSE
degeri, sifirsa ne kadar yakinsa gercek deger ile tahmini sonug arasindaki fark o kadar
azdir. En yiiksek RMSE degeri ise, yine %90-%10 aralig: ile birlikte unit sayisinin
(gizli katman) 100 degerinde seg¢ilmesi sonucu ¢ikmistir. Bu analiz gosteriyor ki, gizli
katman sayis1 RMSE degerini dogrudan etkilemekte. LSTM modeli, is Bankas1 gibi
spekiilatif olmayan bir hisse i¢in riski diisiik bir model diye diisiiniilmektedir. Is
Bankasi hissesi igin en yiiksek ve en diisik RMSE deger grafikleri asagida yer

almaktadir.

Kendi Tahminini Kullanarak Test Serisi f)ngérl'.isi.i, Gizli Birim=40

Gazlem
6.5 Tahmin | |
g
< 6
=
n 55F
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e
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= ] PR X
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Sekil 2.5.n: Is Bankasi %690-%10 RMSE Degeri (Gizli Birim:40)

42



Giincelleme Kullanarak Test Serisi Ongériisu, Gizli Birim=40
7 B T L} T T T

Gizlem
Tahmin
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Gan

Sekil 2.5.0: Is Bankasi %690-%10 RMSE Degeri (Gizli Birim:40)

Kendi Tahminini Kullanarak Test Serisi ﬁngérﬁsi.i, Gizli Birim=100
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Sekil 2.5.6: Is Bankasi %690-%10 RMSE Degeri (Gizli Birim:100)

43



Gincelleme Kullanarak Test Serisi ﬁngi:irl'.isi.i, Gizli Birim=100
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Sekil 2.5.p: Is Bankasi %690-%10 RMSE Degeri (Gizli Birim: 100)

Grafik 2.5.0 grafiginde Is Bankasi hisse senedinin giincelleme sonrasindaki RMSE
degerinin gosterildigi grafik mevcuttur. Tahmin edilen deger ile ger¢ek deger arasindaki
farkin karesinin karekokii oldugundan,  hata oranmin sifira yakin oldugunu
gostermektedir. Bu da gercek deger ile tahmini deger arasindaki farkin diisiik olmasidir.
Bu ¢alismadaki amag da hata oraninin miimkiin oldugunca diisiik olmasidir.

Ayni model Pegasus hisse senedi verileri i¢in de egitilmistir. Pegasus hisse senedine ait

RSME ve unit sayilar1 agsagidaki tabloda detaylandirilmistir.

Unit Sayisi Oran %80-%20 | Oran %90-%10
Unit40 3,3154 3,4393
Unit60 7,6525 3,4198

Unit100 2,5956 3,3405

Tablo 2.5.f: Pegasus, LSTM Degisken Degerleri
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igs Bankasi1 RMSE Deger Grafigi
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Sekil 2.5.r: Pegasus, RSME Grafigi

Grafik 2.5.5 ve Tablo 2.5.f’de Pegasus hisse senedi i¢in LSTM modelinin ¢iktilar1 ve
RMSE deger grafigi yer almaktadir. Is Bankasi hisse senedinde oldugu gibi portfoy
degerinin sabit kalindig1 ve 100 alindigi LSTM modeli, %80 egitim, %20 test verisi ile
%90 egitim, %10 test verisi secilerek egitilen modelde en diisiik RMSE degerine sahip
noktayr bulmak i¢in veriler egitilmistir. Egitim sonucu Pegasus hisse senedi icin en
diisiik degerin 2,5956 oldugu goriilmektedir. Bu deger %80-%20 aralig1 secilip, unit
sayist da 100 oldugunda ¢ikan sonugtur.Pegasus icin en yiiksek RMSE degeri ise,
7,6525 degerinde olup, %80-%20 araligi ile birlikte unit sayisinin 60 degerinde
secilmesi sonucunda ¢ikmustir.

Pegasus hissesi icin RMSE degerlerinin, sifirdan ¢ok wuzak degerlerde c¢iktig1
gortlmektedir. RMSE degerinin her zaman sifira ¢ok yakin olmasi, LSTM modeli i¢in
onem arz etmektedir. Sifirdan uzak olan RSME degeri, tahmin edilen deger ile
gerceklesen deger arasindaki farkin yiiksek oldugunu gosterdigi igin, Pegasus hisse

senedi i¢in bu modelin istenilen sonucu vermesi diigiik ihtimal olarak diisiiniilmektedir.
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Sekil 2.5.s: Pegasus, %80-%20 RMSE Degeri (Gizli Birim:100)
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Sekil 2.5.t: Pegasus, %080-%20 RMSE Degeri (Gizli Birim:100)
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Kendi Tahminini Kullanarak Test Serisi ﬁngiirl'.'lsi.'l, Gizli Birim=60
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Sekil 2.5.u: Pegasus, %80-%20 RMSE Degeri (Gizli Birim:60)
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Pegasus hisse senedine ait en diisiik ve en yiikksek RMSE degerlerinin grafiklerinde de
goriildiigli lizere, oldukca yiikksek ve sifir degerinden uzak oldugu goriilmektedir.
Pegasus hisse senedi icin LSTM modelinin riskli bir model olabilecegi
diisiiniilmektedir. Pegasus hisse senedinin, Is Bankas1 hisse senedine gdre oynakligi
diger adiyla volatilitesi yiiksek oldugu i¢in, LSTM modelinin Pegasus hisse senedi igin
anlamli bir model olmadig: diisiiniilmektedir. Is Bankas: hisse senedi igin ise tam aksi
diisiiniilmektedir. Is Bankas1 hisse senedi verileri, LSTM modelinde egitildiginde sifira
yakin degerde ¢iktig1 i¢in LSTM modeli, Is Bankas1 hisse senedi icin daha anlaml
oldugu ve Is Bankasi hisse senedinin volatilitesinin diisiik olmasinin da RSME degerini

etkiledigi diistiniilmektedir.
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3. SONUC

Bu ¢alismada yapilan arastirmalar ve analizlerde en iyi sonucu elde etmek i¢in
veriler oncelikli olarak kullanilabilir olmasi adina istenen formata getirilmistir. Kapanis
fiyat1, temel almarak BIST100 endeksi icerisinde yer alan Pegasus ve Is Bankas hisse
senedi  secilmistir. Veriler, Excel programimda BIST100 endeksinin kapams fiyat:
tizerinden analiz edilmistir. Volatiliteleri hesaplanarak, hisse senetlerinin yillar
igerisindeki davranisi incelenmistir. Gilnliilk veri iizerinden strateji olusturmanin
yatirrmcinin  portfoyi i¢in oldukga riskli olacagi sonucuna varilmistir. Dogrululuk
degeri dengeli olmadig igin, giinliik getiriye bagli portf0y olusturmak, kesin bir sonug
elde edilemeyecegini gostermektedir. Burada yapilan calismada Matlab ve Excel
platformlar1 kullanilarak Pegasus ve Is Bankasi hisse senedinin gelecekteki fiyat
tahmini yapilmaya calisilip, al sat emri verebilecek bir algoritma yaratilmaya
calistlmigtir.1 Ocak 2017 ile 30 Nisan 2021 tarihleri arasindaki veriler egitilmistir.
Matlab platformunda iki farkli makine O6grenmesi algoritmast igin model
olusturulmustur. Bu algoritmalar, yapay sinir agi (YSA) modeli ve uzun kisa siireli
bellek (LSTM) algoritmasidir. Bu iki model i¢in kodlar yazilip, ayristirilan veriler
Matlab platformuna aktarilmistir. Oncelikli olarak yapay sinir ag1 (YSA) modeli
egitilmistir. Yapay sinir agi modelinde k (pencere biiyiikligi), N (katman sayisi)
degiskenleri siirekli degistirilerek veriler egitilmistir. Egitim sonunda dogruluk oram
yliksek olan ve hata orani diisiik olan modeller se¢ilmistir.

Bu calismada orta vadeli hisse senetlerinin yonlii tahmini igin ¢alisma
yapilmigtir. Egitilen veri setleri sonucunda tiim algoritmalar ve sonuclar birbiri ile
kiyaslanmistir. Yapay sinir ag1 (YSA) algoritmasi ve uzun kisa siireli bellek (LSTM)
algoritmasi i¢in farkli fonksiyonlar yazilip, dogruluk degerleri ve grafik sonuclari
incelenmistir. Is Bankast ve Pegasus hisse senedinin volatiliteleri birbiri ile
kiyaslandiginda, Pegasus hisse senedinin volatilitesinin, Is Bankasina gére daha yiiksek
bir degere sahip oldugu goriilmiistiir. Daha sonra Matlab platformu aracilig: ile yapay
sinir ag1 i¢in modelleme yapilmis olup, volatilitesi yiiksek olan Pegasus hissesinin, Is
Bankasi hissesine kiyasla confusion matrisindeki TN+TP oraninin yiiksek oldugu
goriilmiistiir. Yapay sinir ag1 algoritmasindan sonra, Matlab’de uzun kisa siireli bellek

(LSTM) modellemesi icin veriler egitilmistir. LSTM modelindeki egitilen verilerin
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ciktilarma bakildiginda ise, RMSE degeri olan hata orami, Is Bankasi hissesinde,
Pegasus hisse senedine kiyasla ¢ok diisiik oldugu sonucuna varilmistir. RSME degeri,
gerceklesen deger ile tahmin edilen deger arasindaki farka esit oldugundan, RSME hata
oraninin diisiik olmas1 modelin anlamli ¢ikt1 verdigini gdstermektedir. Is Bankasinin
hata oraninin Pegasus hisse senedine kiyasla diisiik bir degerde ¢ikmasimin sebebi, Is
Bankas1 hissesinin volatiletesinin diisiik olmasinin bir nedeni oldugu diisliniilmektedir.
LSTM modelinde Pegasus hissesinin RMSE degerinin, diger adiyla hata oraninin
yuksek c¢ikmasi aymi sekilde Pegasus hisse senedinin ylksek volatiliteye sahip
oldugundan kaynakli oldugu diisiiniilmektedir.

LSTM ve YSA algoritmalar1 birbiri ile kiyaslandiginda, her ikisinin de farkl
hisse senetleri i¢in farkli sonuglar verdigi, yapay sinir ag1 algoritmasinin hata ve
dogruluk oranlarinin yaklasik olarak birbiri ile ayni oranda oldugu ve bu durumdan
dolay1 da riskli bir model olacag: diisiiniilmektedir. LSTM modeli ise, volatilitesi diisiik
olan hisse senedi icin hata orami diisik oldugunda anlamli ¢ikti verdigi
diistiniilmektedir. Fakat LSTM modeli, volatilitesi yiiksek olan hisse senedinde, hata
oran1 yUksek ¢iktig1 i¢in anlamli ¢ikti vermedigini diisiiniilmektedir.

Yapay sinir ag1 modeli i¢in volatilitesi yliksek hisseler ele alinip ve noron sayist ile
birlikte k degeri olan pencere biiyiikliigii degeri de degistirilerek daha anlamli sonuglar
elde edilecegi diistiniilmektedir.Bununla ilgili ilerleyen zamanlarda ¢alisma yapilmasi
gerekmektedir.

LSTM modeli icin ise, Is Bankasi ve Pegasus hissesi karsilastirildiginda RSME
degerinin en diisiik olan degerinde anlamli ¢ikt1 ortaya ¢ikmustir. Pegasus hisse senedi
icin en ylksek RSME gizli birimin 60 degerinde olup, oranin ise %80-%20 oldugunda,
en diisik RSME degerinin de gizli birimin 100 degerinde olup, oranin %80-%20 da
oldugu gozlemlenmistir. Is Bankas: icin ise en yiksek RMSE degerinin 100 gizli
birimde, %90-%10 oraninda gerceklestigi, en diisik RSME degerinin ise 40 gizli
biriminde %90-%10 oraninda gergeklestigi gdzlemlenmistir.Pegasus ve Is Bankasi
hissesinin diisiik degerdeki RSME’lerini karsilastirdigimizda gizli birim sayismnin, Is
Bankas1 hissesinde, Pegasus hissesine gore daha dusiikk bir degere sahip oldugu
gorunmektedir.Volatilitesi yuksek olan Pegasus benzeri hisseler i¢cin LSTM modeli
degil de yapay sinir ag1 modelinin daha mantikli oldugu, volatilitesi diisiik olan Is

Bankas1 ve benzeri hisseler igin ise LSTM modelinin YSA modelinden daha anlaml
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sonu¢ verdigi disiinilmektedir. Buradaki sonug, verilerin volatilitesine uygun model
yaratmak diye diisiiniilmektedir. Bununla beraber aymi sektoérden birden fazla hisse
senedi icin portfoy yaratilip, sektor bazli bir analiz yapilmasi, verilerin tarih araligina
bagli, aynmi tarih aralifina sahip makroekonomik degiskenlerle incelenip, verilerin
egitilmesi ve yorumlanmasi gerekmektedir. Ileride bu calismalarin yapilmasi
diistiniilmektedir. Bu c¢aligmanin temel amaci asagidaki iki soruya yanit bulmaya
calismakti.

e Makine 6grenmesi metotlar1 arasinda en dogru ve anlamli tahmini yapan 6grenme

modeli hangisidir?

e YoOn tahminini kapanis fiyati lizerinden analiz etmek anlamli bir sonug ¢ikarir mi1?
Bu ¢alisma sonucunda, hisselerin volatilitelerine gore her iki algoritmanin da, her iki
hisse senedi igin farkli sonuglar verdigi, kullanilan algoritmalardaki degiskenlere
verilen degerlerin artirilmasi ve hise senetlerinin sektor bazli ayristirilmasi ile birlikte,
yon tahmini igin ise kapanig fiyati yeterli olmakla birlikte, acilis fiyat1 {izerinden de

calisma yapilmasi ilerleyen zamanlarda diisiiniilmektedir.
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